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Auf dem Gebiet der visuellenMonte-Carlo-Lokalisation existiert eineVielzahl von Metho-

den.Vielen ist jedoch gemeinsam,dassein einmal aufgebautesUmgebungsmodell an länger

anhaltendenVeränderungenim Einsatzfeld nicht angepasstwird. DieseDiplomarbeit be-

schäftigt sich daher mit der Möglichkeit, das Umgebungsmodell adäquat an sich ändernde

Umweltbedingungenanzupassen.

Mit Bezugauf die Gegebenheitendesaktuellen Systemsauf dem Service-Roboter PER-

SESwerdenzunächst verschiedeneAnsätzediskutiert. Die Umsetzungund experimentelle

Untersuchung einesVerfahrens,welcheszunächst den Merkmalsraumclustert und anschlie-

ÿend die Aussagendes Clusterers in zeitlich abklingendeHistogramme überführt, bilden

einen Teil dieserArbeit. Für die Clusterung kommen hierbei verschiedeneneuronaleVer-

fahren zum Einsatz; dazu zählenKohonen,NG und FuzzyART.

Schlagw örter: visuelle MCL, Monte-Carlo-Lokalisation, PERSES, dynamische Umge-

bungsmodelle, Image Retrievel, Histogramme, FuzzyART, Neural Gas, Kohonen,Cluste-

rung
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1. Einleitung

Die Entwicklung mobiler Service-Roboter hat in den letzten Jahren dramatisch an Bedeu-

tung gewonnen. Ihre mögliche Verwendung erstreckt sich von unterstützender Tätigkeit

über die Entlastung von Routinearbeiten bis hin zum Einsatz in menschenschädlichen und

unzugänglichenUmgebungen.Abschnitt 1.1soll die vorliegendeArbeit in dasentsprechende

Anwendungsgebieteinordnen,welches in 1.2 anhand seineraktuellen Methoden und Pro-

blemeumschrieben wird. Zur Beschreibung der Zielstellung und desVerlaufsdieserArbeit

dient Abschnitt 1.3.

1.1. Einordung der Arb eit in das Anw endungsfeld

DieseArbeit beschäftigt sich mit demProblemder dynamischenUmgebungsmodellebei der

Selbstlokalisation mobiler Service-Roboter in sich änderndenUmwelten. Im vorliegenden

Fall handelt es sich um den Roboter PERSES (Abb. 1.1), welcher als Experimentalplatt-

form für dasgleichnamigeForschungsprojekt PERSES(PERsonalmobile SErviceSystems)

desFachgebietesNeuroinformatik an der Technischen Universität Ilmenau dient. Der be-

reits seit 1999existierendeRoboter soll zukünftig als mobiler Shopping-Assistent, z.B. in

einem Baumarkt, zum Einsatz kommen [Grossund Böhme 2000]. Sein Aufgabenbereich

umfasst die Interaktion mit Kunden sowie den Einsatz als Informationsterminal. Um die-

sen Aufgaben nachgehenzu können, muss der Roboter zunächst selbstständigund sicher

durch die Einsatzumgebungnavigieren können, was eine e�zien te Selbstlokalisation und

Hindernissvermeidung einschlieÿt. Zur Erfüllung dieser Aufgaben steht PERSES u. a. ei-

ne Omnikamerazur Verfügung,welche eine 360� -Panorama-Ansicht von seinerUmgebung

liefert (Abb. 1.1).

Die Selbstlokalisation erfolgt mit Hilfe der sogenannten Monte-Carlo-Lokalisation (MCL)

und einesgraphenbasiertenUmgebungsmodellsbasierendauf denBildern der Omnikamera.

Verändert sich die Umgebung,dann ist esfür einekorrekte Selbstlokalisation jedoch nötig,

dasgenutzte Umgebungsmodell immer wiederanzupassenund aktuell zu halten. Geschieht

dies nicht, kann es passieren,dassdurch dauerhafte Veränderungen(wie z.B. Umbauten

oder Farbveränderungenim Baumarkt) dasUmgebungsmodell veraltet und die Umgebung

nicht mehr passendbeschreibt; dieserschwert einegenaueSelbstlokalisation desRoboters.
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1. Einleitung

Abb. 1.1: Mobiler Service-Roboter PERSESund die Sicht auf seineUmgebung.PERSES
nimmt die Umgebungmit einer Omnikamera wahr, welcheihm eine Runduman-
sicht liefert (Omnikamera-Bild).

Deshalb sollen in dieserArbeit mögliche Ansätze für dynamische Umgebungsmodelle be-

trachtet und bei Eignung getestetwerden.

1.2. Ausgangssitation und aktuelle Probleme

In [König 2002] wurde ein Verfahrenentwickelt, welcheseinemmobilenRoboter ermöglicht,

eine Karte einer zuvor unbekannten Umgebungzu erstellen,mit der er sich dann nachfol-

gendselbstlokalisierenkann. Während der sog.Referenzfahrt wird dazuan diskretenRefe-

renzpunktenein sensorischer Eindruck (Omnikamera-Bild) erfasst,ausdemdann wiederum

Merkmale zur Kartenerstellung extrahiert werden.DieseMerkmale dienendazu, an jedem

Knotenpunkt (Referenzpunkt)desGraphen den visuellenEindruck im sog.Referenz-View

wiederzugeben. Damit entsteht eine Karte, die eine MengedieserReferenz-Viewsenthält.

So kann die Umgebunganhand der visuellen Eindrücke schnappschussartig repräsentiert

werden.

Unabhängigvon der Art desextrahierten Merkmals besteht bei einemsolchen statischen

Umgebungsmodell jedoch immer ein Problem bei sich verändernderUmgebung.Während

der Selbstlokalisation werden aus den Referenz-ViewsErwartungen ermittelt und mit der

tatsächlichen Beobachtung an der aktuellen Position verglichen. Verändert sich die Umge-

bung, dann passendie Referenz-Viewsnicht mehr zum aktuellen sensorischen Eindruck. In

[Moser 2003] wurde versucht dem entgegenzuwirken, indem sich veränderndeBereiche der

Referenz-Views(also weniger �vertrauenswürdige�Bereiche desViews) niedriger gewichtet

wurden. Dies führt dazu, dassBereiche der Umgebung,welche starken Veränderungenun-

terliegen bei der Lokalisation weniger Beachtung �nden. Ein solcher Ansatz ist für einen
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1. Einleitung

gewissenZeitraum nach der Referenzfahrtpraktikabel, führt auf die Dauer jedoch unter

Umständenzu einer völlig unbrauchbaren Karte, da an vielen Stellenkeinevertrauenswür-

digen Referenz-Viewsmehr vorliegen.Aus diesemGrund ist esnötig, für den Dauereinsatz

ein Verfahrenzu entwickeln, welchesesmöglich macht, dasUmgebungsmodell wirklich an-

zupassenanstatt nur einenTeil auszublenden.Neben dauerhaftenVeränderungen,wie z.B.

durch Umräumenoder Farbverändungenbei Verpackungenin der Baumarktumgebung,soll-

ten auch alternierendeVeränderungen,wie der Tag-Nacht-Unterschied im Fensterbereich,

in das Umgebungsmodell ein�ieÿen. Erst durch die Anpassungsfähigkeit des Umgebungs-

modells kann auch auf lange Sicht eine gute Selbstlokalisation desRoboters gewährleistet

werden.

1.3. Zielstellung und Ablauf der Arb eit

In dieser Arbeit sollen Möglichkeiten für die Dynamisierung des Umgebungsmodells er-

arbeitet und experimentell untersucht werden. Dazu ist es zunächst nötig, das bisherige

Prinzip der aktuellen Selbstlokalisation und das Umgebungsmodell näher zu betrachten.

Dies geschieht in Kapitel 2 und ist Voraussetzungfür die anschlieÿendeVorstellung und

Diskussionder Ansätzefür dynamische Umgebungsmodelle in Kapitel 3. Die theoretischen

Grundlagenfür die Umsetzungund experimentellen Untersuchungenliefert Kapitel 4. Die

ErgebnissedieserUntersuchungen (Kapitel 5) werden im vorletzten Kapitel dieserArbeit

dargelegt,bewertet und zusammengefasst.Die Diskussionder Ergebnisseund ein Ausblick

auf zukünftige Erweiterungenund Verbesserungenschlieÿen dieseArbeit ab.
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2. Metho dische Grundlagen und

Ausgangssituation

DiesesKapitel beschäftigt sich mit der Visuellen MCL; einerseitsmit der allgemeinenBe-

schreibungund andererseitsmit ihrem Einsatz für PERSESim speziellen.Dazu wird in Ab-

schnitt 2.1 derengrundsätzlicher Ablauf kurz erläutert. Abschnitt 2.2 befasstsich mit der

Extraktion und dem Matching von Merkmalen im Kontext der MCL, wobei Abschnitt 2.3

schlieÿlich die Ausgangssituationvor allem bzgl. der Merkmale betrachtet. Hier liegt das

aktuelle Systemfür die Selbstlokalisation von PERSESzugrunde,welchesletztendlich die

GrundlagedieserArbeit bildet.

2.1. Visuelle MCL

Die visuell basierteMonte-Carlo-Lokalisation für mobile Roboter, wie in [König u. a. 2000]

beschrieben,stellt ein probabilistischesVerfahrenzur robustenSelbstlokalisation dar. Dieser

Abschnitt beschäftigt sich anhand der genannten Quelle mit diesemVerfahren und seiner

Nutzung.

Grundlagefür die Selbstlokalisation ist ein graphenbasiertesUmgebungsmodell ausKno-

ten (Referenzpunktemit Referenz-Views)und Kanten. DiesesUmgebungsmodell ermöglicht

es,für einePosition in der Umgebungeineerwartete Beobachtung zu ermitteln. Durch diese

Modellierung erfolgt eine Diskretisierung der Umgebung.Zu diesemZweck ist eswährend

der Lokalisation nötig, sowohl im Orts- als auch im Merkmalsraum zu interpolieren, um

für jede beliebigePosition der Umwelt die entsprechendeErwartung berechnen zu können.

Die Knoten an den Referenzpunktender Umgebungdienen der Repräsentation bestimm-

ter Positionen anhand von Bildern bzw. daraus extrahierten Merkmalen. Nach der sog.

Referenzfahrt durch die spätereEinsatzumgebungstellen dieseBilder bzw. Merkmale die

Wissensbasisfür die spätereSelbstlokalisation während der Lokalisationsfahrtendar.

Bei einemsolchen Modell treten jedoch unter UmständenMehrdeutigkeiten bei der Ab-

bildung desaktuell wahrgenommenenEindruckesauf das Umgebungsmodell auf. So ist es

z.B. möglich, dassan zwei verschiedenenStellen der Einsatzumgebungnahezudas gleiche

Bild wahrgenommenwird. Eine einfache Extraktion von Merkmalen aus diesengleichen
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2. Methodische Grundlagenund Ausgangssituation

Bilder ist für die Lokalisation nicht ausreichend. Die Lösung diesesProblemsmusshinge-

gen durch die Einbeziehung der vorangegangenenund nachfolgendenBeobachtungen und

der Eigenbewegungerfolgen.Betrachtet man die möglichen Positionen für ein Bild als Hy-

pothesenfür die Wahrscheinlichkeit der aktuellen Position, so ergibt sich aufgrund dieser

Mehrdeutigkeiten einemultimodale Verteilung, wobei die möglichen Positionen lokale Ma-

xima darstellen.

In [Isard 1998] werden die mathematischen Grundlagen für die MCL geliefert. Es wird

ein Algorithmus namensCondensationvorgestellt, welcher esermöglicht einemultimodale

Verteilung über die Zeit zu propagieren.Damit kann durch nachfolgendeBeobachtungen

das Maximum bestimmt werden, welches der tatsächlichen Position entspricht. Fox u. a.

[1999] beschreibt schlieÿlich ein Verfahren, welchesdie MCL für mobile Roboter einsetzt.

Das von König u. a. [2000] vorgestellteSystemhat diesesVerfahrenzur Grundlageund soll

im folgendenAbschnitt näher betrachtet werden.

2.1.1. Prinzipieller Ablauf der MCL

Der Roboter be�ndet sich zu Beginn der MCL an einer ihm unbekannten Position in seiner

Einsatzumgebungund soll seineaktuelle Position bestimmen.Im Umgebungsmodell werden

nun Samplesgleichverteilt eingestreut.In ihrer Gesamtheit repräsentieren dieseSamplesdie

Positionsschätzung desRoboters,wobei jedeseinzelneSamplefür einenmöglichen Zustand

(Position und Blickrichtung) steht und auÿerdemgewichtet ist. Die Gleichverteilung der

Sampleszu Beginn der MCL bedeutet im wesentlichen, dassjede Position der Umgebung

mit der gleichen Wahrscheinlichkeit die aktuelle sein könnte (Abb. 2.1(a)). Eine tatsächli-

che Beobachtung wird nun stets mit den Erwartungen aller Samplesverglichen. Für jedes

Samplebzw. dessenPosition mussalso eineerwartete Beobachtung generiert werden,wel-

che dann für den Vergleich zur Verfügungsteht. Der Vergleich liefert für jedesSampledie

Wahrscheinlichkeit, mit der die Sample-Position die aktuelle Position seinkönnte. Die erste

visuelle Beobachtung desRoboters führt zur Ausbildung von Maxima in den Wahrschein-

lichkeiten der einzelnenSample-Positionen.Wie bereits erwähnt, ist diesmeist mehrdeutig

und ermöglicht noch keineeindeutigeLokalisation. Anhand der Wahrscheinlichkeiten für die

aktuelle Position erfolgt nun ein Resampling,wodurch Samplesmit geringerWahrschein-

lichkeit gelöscht und an Positionenmit SampleshoherWahrscheinlichkeit eingefügtwerden

(Abb. 2.1(b)). Nun folgt die nächste Beobachtung mit neuenHypothesenfür die aktuelle

Position, wobei nun die aktuelle Verteilung der Samplesmit einbezogenwird. Nach eini-

genIterationen kann sich auf dieseWeiseein Maximum für die Verteilung der Hypothesen

ausbilden(Abb. 2.1(c)). Somit kann die aktuelle Position innerhalb wenigerSchritte sicher
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2. Methodische Grundlagenund Ausgangssituation

bestimmt werden.

(a) (b) (c)

Abb. 2.1: Ablauf der MCL. (a) zeigt die initiale Verteilung der Samples,wohingegen in
(b) bereits ein Resamplingstattgefundenhat und mehrere lokale Maxima (Häu-
fung von Samples)erkennbar sind. In (c) ist die Position desRoboters eindeutig
bestimmt.

2.2. Merkmalsextraktion und -matching

Die an den ReferenzpunktendesUmgebungsmodells gespeicherten Referenz-Viewskönnen

durch die Anwendung verschiedener,aus den Referenzbildernextrahierter Merkmale ent-

stehen.Allen Views ist jedoch gemeinsam,dasssieder Repräsentation einesBildes dienen,

wobei die Merkmalsextraktion dazu dient, den Speicherbedarf zu verringern und den Ver-

gleich zweier Beobachtungen zu vereinfachen.

Die Grundlage für die Extraktion entsprechender Merkmale ist ein Omnikamera-Bild

(Abb. 1.1), welcheseine Rundumansicht der Umgebungliefert. Eine erste Di�erenzierung

der unterschiedlichen Arten der Merkmalsextraktion erfolgt nach dem Bildausschnitt, über

demdasjeweiligeMerkmal ermittelt wird: Einerseitskann dasBild alsganzesherangezogen

werden, andererseitsist es möglich das Bild in mehrereSegmente zu unterteilen und pro

Segment Merkmale zu extrahieren. Die erste Methode ist rotationsinvariant, wohingegen

bei der zweiten dafür gesorgtwerden muss, dassvor einem Vergleich die Merkmale bzgl.

einermöglichenRotation zueinanderkorrigiert werden.Diesist nötig, da der Roboter an ein

und derselben Stelle zwar stets die gleiche Beobachtung machen kann, diesejedoch durch

seineEigendrehnung bzw. Blickrichtung zu verschiedenenZeitpunkten um einen gewissen

Winkel gedreht ist. Für die eigentliche Merkmalsextraktion gibt es verschiedeneMöglich-

keiten aus dem Bereich der Bildverarbeitung; angefangenbei einfachen Pixelmerkmalen,

über Kantendetektion bis hin zu komplexenBildmerkmalen.
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2. Methodische Grundlagenund Ausgangssituation

Merkmalsextraktion und -matching kommen in zwei verschieden Phasen eines sich

selbst lokalisierendenSystemszum Einsatz. In der ersten Phase,die einhergeht mit der

sog.Referenzfahrt, entsteht dasUmgebungsmodell, indem an bestimmten Referenzpunkten

der Umgebung(= Knoten im Umgebungsmodell) Referenz-Viewsgespeichert werden, die

ausden extrahierten Merkmalenentstehen.Ein Referenzpunktergibt sich währendder Re-

ferenzfahrt immer dann, wenn zur vorhergehendenBeobachtung starke Veränderungenzu

verzeichnen sind. DieseReferenzfahrtkann als das Kennenlernender Umgebungbetrach-

tet werden. Ist es dann während einer sog.Lokalisationsfahrt Aufgabe des Roboters, die

eigenePosition zu bestimmen,sowerdendie gespeicherten Referenz-Viewsüber die Samp-

les der MCL mit dem View aus dem aktuellen Omnikamera-Bild verglichen. Im folgenden

sollenReferenz-und Lokalisationsfahrt bzgl. Merkmalsextraktion und -matching nochmals

zusammengefasstwerden:

Referenzfahrt Hier wird es nötig, für alle anfallendenOmnikamera-Bilder Merkmale zu

extrahieren, welche die Referenz-Viewsfür die jeweiligen Referenzpunkteim Umge-

bungsmodell beschreiben. Für jeden Referenzpunkt wird im Umgebungsmodell ein

Referenz-Viewgespeichert. Erfolgt die Merkmalsextraktion für einzelneBildsegmen-

te, so mussin jedemFall die Orientierung desRoboters mit aufgezeichnet werden.

Lokalisationsfahrt Dem Roboter wird das Omnikamera-Bild seineraktuellen Position in

der Umgebungpräsentiert, wobei keineInformationen über die aktuellePosition selbst

vorliegen.Mit Hilfe desMCL-Algorithm us wird die aktuell wahrscheinlichste Positi-

on ermittelt. Dabei ist esnötig den View desaktuellen Bildes mit den gespeicherten

Referenz-Viewsfür jedesSamplezu vergleichen. Der Vergleich zweier Views erfolgt

über die enthaltenen Merkmale, die im Falle des Referenz-Viewsggf. für die ent-

sprechende Sample-Position interpoliert werden müssen.Wird zur Ermittlung der

Merkmale ein segmentiertes Bild verwendet, benötigt man zunächst korrespondie-

rende Ansichten im aktuellen und Vergleichsbild. Zu diesemZweck muss in diesem

Fall zunächst dasaktuelle Kamerabild gedreht werden,falls die aktuelle Orientierung

desRoboters nicht mit der gespeicherten übereinstimmt. Für das aktuelle Bild oder

desseneinzelneSegmente werden nun die Merkmale ermittelt, welche schlieÿlich im

nächsten Schritt mit den für ein Sample erwarteten Merkmalen verglichen werden

können(Merkmalsmatching).
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2. Methodische Grundlagenund Ausgangssituation

2.3. Beschreibung der Ausgangssituation

Für den Service-Roboter PERSESkann die Selbstlokalisation auf Basisder visuellenMCL

mit Hilfe verschiedenerMerkmale erfolgen.Wie bereits im letzten Abschnitt erwähnt, kann

hier eine erste Unterscheidung danach erfolgen, ob die Merkmalsextraktion auf dem ge-

samten oder dem segmentierten Bild erfolgt. Das RGB-Feature ist das von König [2002]

ursprünglich für dieseAufgabe angewendeteMerkmal.

RGB-Feature Das RGB-Featureverwendetden RGB-Farbraum und ein segmen-

tiertes Omnikamera-Bild.Für jedesder N Segmente (z.B. 10) wird der mitt-

lere RGB-Wert ermittelt (Bsp. sieheAbb. 2.2). Ähnlichkeiten zwischen zwei

Segmenten werden durch deren euklidischen Abstand im RGB-Raum be-

stimmt.

Omni-Bilder

10 Segmente

RGB-Feature
101
96
80

154
135
115

130
115
81

135
109
86

78
68
54

92
74
57

98
93
86

125
113
88

111
107
95

173
156
139

[ ]

Abb. 2.2: Ausschnitt aus dem Umgebungsmodell unter Anwendung des RGB-Features.
Für jeden Referenzpunkt/Knoten im Umgebungsgraphenwird ein Vektor mit 10
RGB-Tripeln gespeichert, welcheaus den Bildsegmentenermittelt werden. Der
Referenz-Viewbestehtalso hier aus dem RGB-Feature. Die Omnibilder wurden
für dieseDarstellung transformiert.

Weitere Feature wurden von Moser [2003] vorgestellt, wobei dieseauch auf dem unseg-

mentierten Bild Anwendung fanden. Da das Prinzip für segmentierte und unsegmentierte

Bilder dasgleiche ist, sollendie drei Featurehier ohneBezugauf einevorhandeneSegmen-

tierung erläutert werden:
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2. Methodische Grundlagenund Ausgangssituation

TPC-F eature TPC steht für Traditional Pixel Classi�cation. DasFeatureberuht

auf der Farbdarstellung im HSV-Farbraum und liefert ein Histogramma mit

20 Bins. Dabei werdenachromatische von chromatischen Pixel getrennt, wo-

bei für letztere 16 Bins abhängigvom Farbwinkel zur Verfügungstehen.Die

achromatischen Pixel werdenihrerseits in 4 Bins eingeteilt.

MPC-F eature DiesesFeatureähnelt demTPC-Feature.Die einzelnenPixel gehen

bzgl. ihres Farbwinkels in dasHistogramm jedoch abhängigvon ihrer Sätti-

gung ein, d. h. Pixel mit geringerSättigung, die im Farbwinkel oft recht in-

stabil sind, werdenniedriger gewichtet ins Histogramm aufgenommen.MPC

steht für Modi�e d Pixel Classi�cation

RG-Feature DiesesFeature nutzt den rg-Farbraum, welcher intensitätsunabhän-

gig ist. Die Einteilung desHistogrammserfolgt entlang der Primärvalenzen

r und g, den beidenunabhängigenBasisvektoren diesesFarbraumes.

aEin Histogramm ist die graphische Darstellung der Häu�gk eitsverteilung von Messwerten über
Teilintervalle oder Klassen,auch Bins genannt.

Da dieseMerkmaleauf Histogrammenbasieren,dient bei allen die Histogramm-Intersection

aus [Swain und Ballard 1991] als Vergleichsmethode.

Neben den verschiedenenMerkmalen ist für die Ausgangssituationdas statische, gra-

phenbasierte Umgebungsmodell aus den Beobachtungen der Referenzfahrt bezeichnend;

jederKnoten enthält einenstatischenReferenz-View,der zur Zeit der Referenzfahrterzeugt

und danach nicht mehr verändert wird. Von Moser [2003] wurden Versuche unternommen,

den Problemen eines statischen Modells bei Veränderungenentgegenzuwirken. Starken

Veränderungenunterworfene Bild-Segmente wurden geringer gewichtet, als solche ohne

Veränderungen.Damit ergeben sich für verschiedene SzenarienProbleme, welche kurz

anhand einiger Beispieledargelegtwerdensollen:

Im Einsatzfeld des Baumarktes existieren einige Bereiche, welche durch groÿe Fenster

starken Helligkeitsschwankungenunterworfen sind. Zwei grundlegendverschiedenevisuelle

Eindrücke entstehendabei je nach Tageszeit:einerseitsdurch helle Fensterund Lichteinfall

von auÿen; anderseitsdurch dunkle Fensterbereichen nach Sonnenuntergang. Durch den

Ansatz zur niedrigerenWichtung sich verändernderBereiche, werdendie vom Tag-Nacht-

Wechsel betro�enen Bildsegmente als weniger aussagekräftigeingestuft, da sie ständigen

Veränderungenunterworfen sind. Doch eigentlich ist genau die Erkenntnis �Ich be�nde

mich im Fensterbereich.� für den Roboter nicht unwichtig, da sie die in Fragekommenden
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2. Methodische Grundlagenund Ausgangssituation

Positionenstark einschränkt und damit zur Sicherheit der Selbstlokalisation beiträgt.

Ein weiteresPhänomenin der Baumarkt-Umgebungsind Bereiche die ständigenVerän-

derungenunterliegen, wie z.B. viele vorbeilaufendePersonen,wechselndeAngebote usw.

Diese Situation ist vor allem für den Kassenbereich denkbar. Der Ansatz zur Wichtung

von Bildsegmenten führt an solchen Stellen auf die Dauer zu kaum noch von der Selbst-

lokalisation verwendbarenInformationen, da viele Bildsegmente niedrige Gewichte tragen.

Aber auch bei diesemBeispiel ist die Tatsache der Veränderung in allen Bildbereichen

eigentlich eineAussage,die durchauszur Selbstlokalisation beitragenkann, da solch starke

und umfassendeVeränderungnicht in vielen Bereichen der Umgebungvorkommen.

Ein wichtiges Problem bei der Wichtung von Bereichen mit Veränderungenstellen die

dauerhaften Veränderungendar. Werden z.B. Regale komplett umgeräumt oder ändert

ein Hersteller seineEtikettenfarbe, so gehendie Informationen für dieseBereiche durch

die niedrigere Wichtung dauerhaft verloren, obwohl es eigentlich sinnvoll wäre, die alte

Information durch die neuezu ersetzen.

Die Wichtung von Bild-Segmenten ermöglicht es zwar vorübergehendden Ein�uss der

Veränderungenauf die Selbstlokalisation zu verringern, führt aber auf Dauer und bei vielen

Veränderungenzu einer Karte mit nur wenig hoch gewichteten und damit aussagekräftigen

Referenz-Views.Eine Lösungfür dasProblem einer sich änderndenUmgebungist ein Um-

gebungsmodell, welches in der Lage ist, sich an Veränderungenanzupassenund ggf. auch

mehrereZustände (z.B. Tag und Nacht) zu repräsentieren. Was ein solches dynamisches

Umgebungsmodell leistenmussund welche Ansätzedafür in Fragekommen,beschreibt das

folgendeKapitel.
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3. Verschiedene Ansätze und ihre

Umsetzungsmöglichk eiten

Für ein dynamisches, graphenbasiertesUmgebungsmodell sind verschiedeneAnsätze vor-

stellbar, welche teilweiseaus anderenAnwendungsgebietenstammenoder bereits vorhan-

deneKonzepteauf die gestellteAufgabe anpassenund weiterentwickeln. In diesemKapitel

sollenfolgendeMöglichkeiten näher betrachtet werden:

� der Bunch Graph als Datenstruktur für ein dynamischesUmgebungsmodell

(Abschnitt 3.1)

� das FuzzyART-Netz als Möglichkeit, neueRepräsentationen einzufügenund alte zu

aktualisieren(Abschnitt 3.2)

� zeitlich abklingendeHistogrammeals neueMöglichkeit für Referenz-Views

(Abschnitt 3.3)

Bevor jedoch auf die einzelnenVerfahrennähereingegangenwerdenkann,müssendie Anfor-

derungenfür dasdynamischeUmgebungsmodell verdeutlicht werden.Die einzelnenAspekte

sollendabei mit Beispielenhinterlegt werden.

Einfügen neuer Repräsentationen Tritt an einerStelleder Umgebungein neuervisueller

Eindruck auf, der über einenlängerenZeitraum besteht oder immer wiederauftaucht,

so sollte an dieser Stelle zur bereits vorhanden eine neue Repräsentation eingefügt

werden.DieseForderung ist nur mit dem nächsten Punkt erfüllbar.

Repräsentation mehrerer Zustände Um eine dynamische Umgebungsinnvoll durch ein

graphenbasiertes Umgebungsmodell repräsentieren zu können, ist es nötig, dass

pro Knoten mehrereRepräsentationen gespeichert werden können. Der Tag-Nacht-

Unterschied im Fensterbereich und wechselndeAngebotsständesind Beispieleausder

Baumarktumgebung,bei denenmehrereZuständegespeichert werdensollten,um eine

sichereLokalisation gewährleistenzu können.

Robustheit gegenüber kurzfristiger Änderungen Im dynamischen Umgebungsmodell

sollten sich zwar dauerhafteVeränderungendurchsetzen,kurzfristige hingegendürfen
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3. VerschiedeneAnsätzeund ihre Umsetzungsmöglichkeiten

keine starke Auswirkung auf die Repräsentation der Umgebunghaben. Solche vor-

übergehendenÄnderungenim visuellenEindruck sind z.B. vorbeilaufendeMenschen

oder abgestellteKartons und Einkaufswagen.

Entfernen veralteter Repräsentationen Wichtig ist es weiterhin, alte Repräsentationen

aus dem Umgebungsmodell entfernen zu können,wenn dieseüber längereZeit nicht

mehr benötigt wurden.DiesesVorgehensollte bei dauerhafteVeränderungenwie z.B.

der EtikettenwechseleinesHerstellersoder gröÿereRegalumbauten im Baumarkt zum

Einsatz kommen.

Rechenzeitbedarf Während der Selbstlokalisation mit Hilfe der MCL werden in jedem

Lokalisationsschritt die Erwartungen aller Samplesmit dem aktuellen visuellenEin-

druck desRoboters verglichen (sieheAbschnitt 2.1). DieserVergleich sollte nur einen

geringenRechenzeitbedarfhaben,da wegender groÿenAnzahl an Sampleseineschrit-

thaltende Selbstlokalisation sonstnicht möglich ist.

Speicherplatzb edarf Je nach Art der Daten, die für eineStelle im Umgebungsmodell ge-

speichert werden müssen, ist bei einer groÿen Menge an Referenzpunktenwie im

Baumarkt auch dasSpeicherplatzkriterium zu beachten.

Die Diskussionund Bewertung der verschiedenenAnsätze in Abschnitt 3.4 erfolgt anhand

der dargelegtenAspekte und durch Vergleich der Ansätzemiteinander. Letztendlich soll in

diesemKapitel einer der Ansätzefür experimentelle Untersuchungenausgewählt werden.

3.1. Bunch Graph

Die IdeedesBunch Graphenstammt ausdemBereich der Gesichtserkennungund liefert eine

Datenstruktur, die auch für ein dynamischesUmgebungsmodell geeigneterscheint. Bei der

Gesichtserkennung mit Bunch Graphenist esebensowie bei der Selbstlokalisation notwen-

dig, an Knotenpunkten Vergleiche durchzuführen und Ähnlichkeiten zu berechnen. Dabei

ermöglicht es der Bunch Graph mehrereRepräsentationen pro Position (z.B. o�enes und

geschlosseneslinkesAuge) zu speichern; diesesVorgehenist auch für dasdynamischeUmge-

bungsmodell wünschenswert. Aufgrund der vorhandenenAnalogien soll der Bunch Graph

zunächst näher betrachtet und in Abschnitt 3.1.1 auf das Problem der Selbstlokalisation

übertragenwerden.

Die GrundlagedesBunch Graph ist der in [Wiskott 1995] erstmalszur Gesichtserkennung

genutzte Labeled Graph. Komplexe Gebilde wie Gesichter werden dabei durch Graphen

repräsentiert, welche in ihren Knoten lokale Merkmale, wie z.B. Farbe, Orientierung o.ä.,
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3. VerschiedeneAnsätzeund ihre Umsetzungsmöglichkeiten

enthalten und durch die sieverbindendenKanten zu einer topologie-erhaltendenAbbildung

desGesichtes führen. Die Kanten selbstenthalten dabei sog.relationaleMerkmale,wie z.B.

den Anstand der verbundenenKnoten. Der Vergleich geschieht durch dasGraph Matching

und die Ermittlung der Ähnlichkeit zweier Graphen G1 und G2. Das Graph Matching

beinhaltet zunächst dasFinden einer Abbildung � mit:

(1) � : G1 ! G2

(2) � ist topologie-erhaltendund

(3) die Ähnlichkeit der Merkmale in G1 und G2 ist hoch

Für das Problem des Graph Matching wurden verschiedene Ansätze entwickelt

([Bienenstock und von der Malsburg 1987], [von der Malsburg 1988], [Konenu. a. 1994]),

wobei in [Wiskott 1995](Kaptitel 4) dasersteneuronaleModell dafür vorgestellt wurde.

Der Bunch Graph selbstwurde schlieÿlich von Wiskott u. a. [1997] vorgestellt, wobei der

sog.Face Bunch Graph(FBG) dazu dient, e�zien t einenpassendenGraphen für ein unbe-

kanntes Gesicht zu erstellen. Abb. 3.1(a) zeigt einen solchen FBG und macht gleichzeitig

dasPrinzip deutlich: An markanten Vergleichspunktenvon Gesichtern werdenmehrereJets

in einer Stack-ähnlichen Struktur gespeichert. DieseJets beinhalten verschiedeneWavelet-

Antworten an der entsprechendenStelle und repräsentieren somit das Merkmal an dieser

Stelle. Die Mengevon Jets an einemVergleichspunkt nennt man einenBunch, welcher die

natürliche Variabilität an diesemPunkt zum Ausdruck bringt. So ist es z.B. vorstellbar,

dassin einem FBG für das rechte Auge Jets für ein weiblichesund ein männlichesAuge,

für ein geschlossenessowie ein halbo�enes Auge vorhandensind.

Wie bereits erwähnt, dient der FBG dazu, für ein neuesGesicht automatisch einenGra-

phen zu erstellen.Es ist nämlich so möglich, in unbekannten Gesichtern die nötigen Ver-

gleichspunkte, wie z.B. Mundwinkel, Augen oder Nasenspitze,zu ermitteln, da man mit

dem FBG eine generelleRepräsentation für ein Gesicht zur Verfügung hat. Mit Hilfe des

Elastic Bunch Graph Matching wird aus dem Bild einesbeliebigenGesichtes der Graph

ermittelt, welcher dem FBG am ähnlichsten ist. Dazu wird der E�zienz wegenein heuris-

tischer Ansatz genutzt, der sich in die folgendenvier Phasenunterteilen lässt:
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(a) (b)

Abb. 3.1: (a) FBG aus[Wiskott u. a. 1997]. An Vergleichspunktenim Gesichtwerdenmeh-
rer Jets gespeichert.
(b) Gesichtmit Graph

(1) Finden der Position Aus dem FBG wird ein �durchschnittlic her� Graph (z .B. durch

Mittelung aller Jets je Bunch) erstellt. Dieser wird systematisch an verschiedenen

PositionendesBildes mit dem neuenGesicht auf Ähnlichkeit überprüft. Damit ist es

möglich, grob die Position desGesichtes zu bestimmen.

(2) Verfeinern von Gröÿe und Position In dieser Phase �ndet der FBG in seiner ur-

sprünglichenForm (alsomit allenJets) Anwendung,wobei Gröÿeund Position variiert

werden. In verschiedenenGröÿen und an mehrerenPositionen (nahe der in Phase1

ermittelten Position) wird für jedenKnoten im Graphender am bestenpassendeJet

im Bunch, der sog.lokaleExperte, ermittelt. Die Gesamtheit dieserlokalen Experten

(pro Gröÿe und Position) bildet einenpotentiellen Graphen für das Gesicht. Werden

beispielsweisean fünf verschiedenenPositionen in je zwei Gröÿen Graphenermittelt,

soerhält man 10 potentielle Graphenfür dasGesicht. Aus diesenwird der Graph für

Phasedrei ausgewählt, welcher dem tatsächlichen Gesicht am ähnlichsten ist.

(3) Verfeinern der Gröÿe unabhängig vom Seitenverhältnis Hier erfolgt eine Anpas-

sung der Gröÿe des Graphen auf das Gesicht ähnlich dem Vorgehenin Phasezwei.

Jedoch werdenhier Breite und Höhe desGraphen unabhängigvoneinanderbetrach-

tet. Es kann so z.B. eineAdaption an besondersbreite oder langeGesichter erreicht

werden.
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(4) Lokale Anpassung Im letzten Schritt werden die Knoten des Graphen unabhängig

voneinanderan die am bestenpassendePosition in ihrer nahenUmgebungverschoben.

Sokann z.B. der Vergleichspunkt für die Nasenspitzeexakt zu dieserbewegt werden,

ohneden gesamten Graphenzu verschieben.

Abb. 3.1(b) zeigt ein Gesicht mit einem Graphen, wie er aus den Anpassungendieser

vier beschriebenen Phasen entstehen könnte. Für detailliertere Ausführungen zu diesen

drei Phasen,sowie Berechnungen und weiterführendenInformationen sei an dieserStelle

nochmals auf [Wiskott u. a. 1997] verwiesen.

Die Idee des Graphen an sich und des Bunch Graphen im speziellen kann nicht nur

für die Gesichtserkennung, sondernauch für andereErkennungsproblemegenutzt werden.

Triesch und Malsburg [1996] verwendeten diese Datenstruktur z.B. zur Erkennung von

Handgestender amerikanischen Zeichensprache. Für die Berechnung der Ähnlichkeit in

Phasezwei desMatching-Prozesseswird ebenfalls in [Triesch und Malsburg 1996] eineein-

fache Möglichkeit vorgestellt und beschrieben. Auf dieseBerechnung selbst soll hier nicht

genauereingegangenwerden;dasErmitteln der Ähnlichkeit einesGraphenmit einemBild

ist jedoch ein wichtiger Aspekt bei der Verwendungder FBG zum Finden der Vergleichs-

punkte in neuenGesichtern. Damit ist aber noch keineAussagezum eigentlichen Gesichts-

vergleich und zur Wiedererkennung von Gesichtern getro�en. Auch der eigentliche Aufbau

der Jets ausWaveletswurde nicht betrachtet. Für die DiskussiondesBunch Graphenbzgl.

der Selbstlokalisation scheinendieseweiterführendenInformationen jedoch unnötig, und es

wird deshalban dieserStelle auf die bereits genannten Quellen verwiesen.

3.1.1. Übertragung der Bunch-Graph-Idee auf das Problem der

Selbstlok alisation

Bei der Selbstlokalisation, wie sie für PERSES Einsatz �ndet, wird an vielen Positionen

in der Umgebungwährend der Referenzfahrt jeweils ein visueller Eindruck aufgezeichnet

und evtl. werdenMerkmale extrahiert (sieheAbschnitt 2.2). Die Umgebung,im konkreten

Fall der Baumarkt, wird also durch die vielen Vergleichspunkte mit ihren dazugehörigen

Merkmalen repräsentiert. Im wesentlichen entspricht diesesUmgebungsmodell also einem

LabeledGraph, der auch beim FBG der Ausgangspunktwar.

Wird die Idee des FBG auf diesesUmgebungsmodell übertragen, bedeutet dies, dass

an jedem Vergleichspunkt mehrerevisuelle Eindrücke gespeichert werden.So wäre esz.B.

möglich, dassein und dieselbe Position im Baumarkt durch ein Bild mit weiÿenund eines

mit gelben Farbeimern repräsentiert wird. Dies macht Sinn, wenn diesebeiden Produkte

z.B. abwechselndals Angebot an dieserStellezu �nden sind. In Abb. 3.2sind drei Beispiele

2004-04-20/041/IN98/2233 16



3. VerschiedeneAnsätzeund ihre Umsetzungsmöglichkeiten

Abb. 3.2: Beispielefür möglichePositionen im Baumarkt und deren Bunches.Die Position
oben hätte hier drei prinzipiell verschiedeneAnsichten, wohingegen die mittlere
Position eine sehr konstante Umgebunghat, die von einem Bild repräsentiert
werden kann.

gegeben, wie die Vergleichspunkte mit Bildern versehensein könnten. Im oberen Beispiel

gäbe esalsodrei Varianten, wie dieseStelledesBaumarktesaussieht; dasmittlere hingegen

zeugt von einer sehrkonstanten Umgebungan dieserStelle, für die ein Bild ausreicht.

Vergleichsoperationen im Bunch Graphen, wie sie bei der Selbstlokalisation nötig sind,

existierenausder zweiten PhasedesGraph-Matching-Prozessesund könnten übernommen

werden.Für die verschiedenenMerkmale,die im Bunch enthalten seinkönnen,musshierfür

ein Ähnlichkeitsmaÿ vorliegen;diesessteht bereits aus dem bisherigenSelbstlokalisations-

verfahrenzur Verfügungund bietet somit die Möglichkeit, auseinemBunch den am besten

passendenJet zu wählen.

Der FBG kann also prinzipiell auf das Baumarktproblem übertragen werden,wobei fol-

gendeAnalogien vorliegen:

Gesichtsdetektion Selbstlok alisation
Objekt Gesicht Baumarkt
Landmarken Vergleichspunkte im Gesicht Referenz-Positionen im

Baumarkt
Jet WaveletbasiertesMerkmal Bild bzw. dessenMerkmale
Bunch Zusammenfassungvon Jets für

verschiedene Augen, Münder,
Nasenusw.

Zusammenfassung von ver-
schiedenen Ansichten bzgl.
der Umgebungsbedingungen
(Helligkeit, Regalinhalt, usw.)
an einer Position

Tabelle 3.1.: Übertragungder Bunch-Graph-Idee auf die Selbstlokalisation

Neben den Gemeinsamkeiten mit dem FBG zeigen sich für den Bunch Graph im

Baumarkt jedoch auch Unterschiede zur Vorgehensweise in der Gesichtserkennung; einer
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liegt dabei in der Veränderbarkeit desBunch Graphen. Ist der FBG einmal aufgebautund

repräsentativ genug für die Mehrheit aller Gesichter, ist es nicht mehr nötig ihn zu ver-

ändern. Für die robuste Selbstlokalisation im Baumarkt ist es jedoch nötig, dem Bunch

Graphen bei VeränderungenneueRepräsentationen hinzuzufügenund ggf. alte zu entfer-

nen.

Ein weiterer Unterschied wurde bereits in Abb. 3.2 angedeutet.Es wird nicht an jedem

Vergleichspunkt die gleiche Anzahl von Repräsentationen gespeichert. Dies ist nötig, da die

Variabilität der Umgebungvon Position zu Position stark schwanken kann. Es wäre so-

gar denkbar,mehrereBilder (oder Merkmalsvektoren) nicht für einePosition anzunehmen,

sondern für jede Position und jedes Bildsegment. Im Falle der Merkmale auf dem sege-

mentierten Bild (also konkret mit 10 Bildsegmenten, sieheAbschnitt 2.3) würde dies also

bedeuten,dassfür jedesSegment ein eigenerBunch entstehen kann. Dies würde zur Spei-

cherplatzersparnisbeitragen, da es z.B. bei starker Variabilität eineseinzigenSegmentes

nicht zur redundanten Aufnahme desganzenBildes (bzw. seinerMerkmale) in den Bunch

kommt. Die Berechnungskomplexität beim Merkmalsvergleich während der MCL steigt je-

doch bei dieser Variante an, da hier pro Segment die passendeRepräsentation aus dem

Bunch desSegmentes gewonnenwerdenmuss.

An dieserStelle liegt auch die Ideenahe,nicht dengesamten Baumarkt als dasObjekt zu

betrachten, sonderneineeinzelnePosition im Baumarkt. Damit würde an jederPosition ein

Bunch Graph entstehen, der stets zehnKnoten hat (entspricht der Anzahl der Segmente).

Diesezehn Knoten des Graphen hätten von Position zu Position nur die Knotennummer

gemeinsam,derenInhalt könnte aber u. U. prinzipiell verschiedensein;nicht wie beim FBG,

bei demKnoten 4 z.B. für daslinkeAugestehenkönnte. Da die AufgabedesBunch Graphen

und die Vergleichsmechanismenfür die Selbstlokalisation von der des eigentlichen Bunch

Graphenabweichenund somit nicht in jederBeziehung Analogiengefundenwerdenmüssen,

ist diesesVariante desBunch Graphenlediglich eineandereSichtweiseund würde einemög-

liche praktische UmsetzungdesBunch Graphen als Datenstruktur nicht beein�ussen.Ob

jedoch die vorhandenenAnalogien und Methoden für ein dynamischesUmgebungsmodell

ausreichend sind, wird in Abschnitt 3.4 näher betrachtet.

3.2. FuzzyArt

Ein weiterer in Betracht gezogenerAnsatz bei der Entwicklung einesdynamischen Um-

gebungsmodells für die Selbstlokalisation ist der Einsatz des inkrementellen, neuronalen

NetzesFuzzyART. FuzzyART wurde von Carpenter u. a. [1991] als eine Erweiterung zum

ART-Netzwerk vorgestellt. FuzzyART bietet die Möglichkeit einesschnellen und stabilen
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3. VerschiedeneAnsätzeund ihre Umsetzungsmöglichkeiten

LernensohneVergessenund ist somit nicht demStabilitäts-Plastizitäts-Dilemma unterwor-

fen.

Bei einem FuzzyART-Netzwerk handelt es sich um ein dreischichtiges Netz. Dabei ste-

hen in der Ausgabeschicht verschiedeneRepräsentationen für verschiedene Input-Daten

zur Verfügung.Ist ein Input einer Repräsentation in der Ausgabeschicht ähnlich genug, so

lernt das Netzwerk. Diesen Zustand einesähnlichen Inputs und des Lernens nennt man

Resonanz-Zustand. Kann ein Input nicht durch eineder vorhandenenRepräsentationen der

Ausgabeschicht dargestellt werden,so wird eineneueeingefügt.Detaillierte Ausführungen

zum FuzzyART-Netzwerk sind in Abschnitt 4.2.3zu �nden.

Bei FuzzyART handelt es sich also um ein inkrementelles Netzwerk, welches nicht im

Fehler-sondernim Match-Fall lernt. DasEinfügenneuerRepräsentationen im Nicht-Match-

Fall führt zu der Idee, diesesNetzwerk zum Einfügen neuer Jets im Bunch Graphen zu

verwenden.Damit würdendie Jets im Bunch die Ausgabeschicht desFuzzyART-Netzwerkes

darstellen. Im Match-Fall, also wenn das an aktueller Position des Roboters ermittelte

Merkmal zu einem der vorhanden passt, würde das vorhandeneMerkmal so angepasst

werden, dassauch das neue mit repräsentiert werden kann, ohne das alte zu vergessen.

Passt das neue Merkmal jedoch nicht, also sieht der Roboter an dieser Position etwas

neues,so wird diesesneue Merkmal als neue Repräsentation in der Ausgabeschicht des

FuzzyART-Netzesbzw. als neuerJet in den Bunch Grapheneingefügt.

3.3. Clusterung und zeitlich abklingende Histogramme

Die dritte Idee für ein dynamischesUmgebungsmodell entstand in Anlehnung an [Wichert

1996]. Dort wurden Kohonen-Kartenund dasGrowing Neural Gasdazu verwendet, Bilder

anhand bestimmter Merkmalsvektoren in verschiedene Klassen zu sortieren. Der erste

Schritt für dasdynamische Umgebungsmodell ist diesemAnsatz sehrähnlich: ein zunächst

noch nicht näher bestimmtes Cluster-Verfahren soll die bisher vorhandenen Merkmale

(z.B. das RGB-Feature) in ihrem Merkmalsraum quantisieren. Der Clusterer liefert für

jeden Merkmalsvektor ein Best-Matching-Neuron (BM-Neuron) bzw. die dazugehörige

Merkmalsklasse.An dieser Stelle kommt der zweite Schritt dieser Idee zum Tragen: an

jedemKnoten im Umgebungsmodell soll in einemHistogramm�mitgezählt� werden,wie oft

welchesNeuronan dieserPosition dasBM-Neuron war bzw. wie oft welche Merkmalsklasse

auftrat. Um dauerhafteVeränderungenwahrnehmenzu können,müssendieseHistogramme

zusätzlich mit einem zeitlichen Abklingverhalten versehenwerden. Einige Beispielesollen

dasgewünschte Verhalten deutlich machen:
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Angenommender Roboter sieht an einer bestimmten Stelle seinerUmgebungstets ein

durch rote Etiketten einesHerstellersgeprägtesBild. Im Histogramm würde alsoder Bin1

für das Neuron, welches ein rötliches Bild repräsentiert, den gröÿten Wert zeigen und

diesenauch über die Zeit behalten, da diesesBild immer wieder auftaucht. Kurzzeitige

Veränderungenz.B. durch vorbeilaufendeMenschen würden durch das zeitliche Abkling-

verhalten stets niedrig gehalten. Ändert der Hersteller nun seine Etiketten von rot auf

blau, so wird zukünftig das �Rot-Neuron� nicht mehr BM-Neuron werden,und dessenBin

im Histogramm würde sich gegenNull bewegen.Das �Blau-Neuron� hingegenwird nun

die Stelledeshäu�gsten BM-Neuronseinnehmenund denBin mit demgröÿtenWert zeigen.

Eine weitere denkbareSituation ist, dasszwei Zustände an einer Stelle der Umgebung

immer wiederabwechselndauftauchen,z.B. durch einenAngebotsstand.Dieshätte zur Fol-

ge,dasssich im Histogrammzwei Bins behauptenund annähernddengleichenWert haben.

Selbstdie Situation, dasseineStelleständigenVeränderungenunterworfen ist und kaum

durch ein festesBild geprägtist, solltesich im Histogrammniederschlagen:nämlich dadurch,

dasssich keinesder Neuronenals dauerhaftesBM-Neuron etablierenkann und somit viele

Bins über die Zeit immer wiedergenutzt werden.Im �schlimmsten� Fall kommt eszu einer

Gleichverteilung über alle Bins.

3.4. Diskussion der verschiedenen Ansätze

Die drei vorgestelltenAnsätze sollen nun bzgl. ihrer Umsetzbarkeit sowie ihrer Probleme

diskutiert werden.BesondereBeachtung soll dabei folgendenAspekten zukommen,welche

als Forderungenfür ein dynamischesUmgebungsmodell zu Beginn diesesKapitels beschrie-

ben wurden:

� Einfügen neuerRepräsentationen bei starker und dauerhafter Veränderungdesvisu-

ellen Eindruckes

� Keine oder nur sehr geringeAuswirkungen kurzfristiger Veränderungen(vorüberge-

hendeMenschen, u. a. ) auf die Repräsentation

� Entfernen veralteter Repräsentationen

� möglichst geringer Rechenzeitbedarf beim Vergleich von Repräsentation mit einem

neuenvisuellenEindruck

1Ein Bin ist ein Teilintervall oder eine Klasse in der graphischen Darstellung desHistogramm.
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Wie bereitsim FuzzyART-Abschnitt ersichtlich wurde,�ieÿt bei diesemNetzwerk derBunch

Graph alsDatenstruktur mit ein. Somit geltendie für denBunch-Graph-Ansatzgetro�enen

Aussagenzum Teil auch für den FuzzyART-Ansatz.

Der Bunch-Graph-Ansatz bietet für das Problem des dynamischen Umgebungsmodells

eine intuitiv e Datenstruktur, da er mehrereRepräsentationen einer Position enthält, wenn

es mehrere Möglichkeiten für den visuellen Eindruck an dieser Position gibt. Dies führt

jedoch zu einer nicht unwesentlichen Vermehrung dieser Repräsentationen und zu einem

erhöhten Speicherbedarf. Damit verbundenist ein Mehraufwand bei dem Vergleich der Re-

präsentationen aller Samplesmit dem aktuellen visuellenEindruck während der MCL, da

pro Samplenicht mehr nur ein sondernmehrereVergleiche, für jedenJet pro Bunch einer,

statt�nden müssen.Der Histogramm-Ansatzhingegenliefert stets nur ein Histogramm pro

Sample,welchesnur durch die Werte in den Bins eineAussageüber die verschiedenenRe-

präsentationen an dieserPosition tri�t. Der Histogramm-Ansatzist somit bzgl. Rechenzeit

und Speicherplatz unabhängig von der Anzahl der möglichen Repräsentationen an einer

Position.

Für den Bunch-Graph-Ansatz existieren aus dem Bereich der Gesichtserkennung noch

keineVerfahren,um adaptiv neueJets einzufügenoder alte zu entfernen. Dies ist aber bei

der Anwendung im Umfeld der Selbstlokalisation nötig, da hier neue visuelle Eindrücke

hinzukommenkönnen,esaber auch nötig werdenkann, alte Repräsentationen zu löschen.

Eine Möglichkeit für das Einfügen neuer Eindrücke ist FuzzyART. Allerdings besteht bei

der VerwendungdiesesLernverfahrensdas Problem, dasssich durch Unsicherheiten in der

Lokalisation auch falsche Repräsentationen für die aktuelle Position dauerhaft niederschla-

gen;bei schnellemLernensogarbereitsnach einerPräsentation einesfalschen Inputs. Diese

Gefahr als solchesbesteht beim Histogramm-Ansatznicht, da fehlerhafte Einträge im Hi-

stogramm sich über die Zeit nicht durchsetzenkönnen; jedoch ist auch hier zu klären, wie

stark Unsicherheiten in der Lokalisation dasVerfahrenstören.

DasEntfernen veralteter Repräsentationen stellt beim Histogramm-Ansatzkein Problem

dar, denndieswird durch dasAbklingverhalten im Histogrammautomatisch bewerkstelligt.

Für denBunch-Graph-AnsatzmüssteeineMöglichkeit für ein sinnvollesEntfernen erst noch

gefundenwerden,da hierfür noch keine Ansätze existieren.Diesesollte jedoch nicht dazu

führen, dasseineRepräsentation entfernt und beim nächstenBesuch dieserPosition wieder

eingefügtwerdenmuss.Unter Umständenlieÿesich diesin Anlehnung an denHistogramm-

Ansatz mit einer Art abklingenderZähler für jede Repräsentation lösen.

Der Ansatz, FuzzyART als Verfahrenzum Einfügen neuerRepräsentationen zu nutzen,

macht esmöglich nur dann dieseeinzufügen,wenndie Veränderungzu bereitsvorhandenen

Repräsentationen einegewisseSchwelleübersteigt. Damit wäre dieserAnsatz gegengeringe
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Veränderungenrobust, handelt essich jedoch um kurzfristige Veränderungen,wie vorbei-

laufendeMenschen oder liegengebliebeneVerpackungsmaterialienim Baumarkt, die jedoch

auch gröÿereBereiche desOmnibildeseinnehmen,sokann diesdazu führen, dasseineneue,

eigentlich nicht benötigteRepräsentation eingefügtwird. Um diesemVerhaltenentgegenzu-

wirken, darf das FuzzyART nicht im �Schnell-Lern-Modus� genutzt werden,d. h. dasseine

Repräsentation erst über mehrerevisuelleEindrücke gelernt werdenmuss.DiesesVerhalten

kommt dem Prinzip des Histogramm-Ansatzesnahe, ist jedoch in seinerUmsetzungund

Datenstruktur wesentlich komplexer.

Die Komplexität desFuzzyART- und Bunch-Graph-Ansatzesund der erhöhte Speicher-

und Rechenzeitbedarf vor allem beim Bunch-Graph sind eindeutigeNachteile dieserAnsät-

ze gegenüber dem Histogramm-Ansatz. Darüber hinaus fehlen dem Bunch-Graph-Ansatz

Verfahrenzum Einfügen und Löschen von Jets. Zumindest dasEinfügen von neuenReprä-

sentationen wäre durch ein FuzzyART-Netz zwar prinzipiell möglich, ist aber gegenüber

desHistogramm-Verfahrenswesentlich komplexerund durch das nötige Lernen rechenzei-

tin tensiver. Beim Histogramm-Ansatzsind Möglichkeiten zum Einfügenund Entfernen von

Repräsentationen bereits durch dasZeitverhalten vorhandenund die Komplexität der Da-

tenstruktur ist von der Anzahl der nötigen Repräsentationen unabhängig.

Für dieseArbeit soll aus den genannten Gründen deshalbder Histogramm-Ansatz ge-

wählt werden.Zur Zeit der Referenzfahrterhöht sich hier zwar im Vergleich zum bisherigen

System der Aufwand, da die benötigten Clusterer zunächst auf den Daten der Referenz-

fahrt trainiert werden müssen,während der Lokalisationsfahrt jedoch muss nur das BM-

Neuron für den aktuellen visuellen Eindruck ermittelt werden; Histogramm-Update und

-Vergleichsoperationen sollten in etwa den gleichen Rechnenaufwand wie die Histogramm

Intersection bei den histogrammbasierten Merkmalen bedeuten.Der Histogramm-Ansatz

scheint also für ein dynamischesUmgebungsmodell geeignetund soll im folgendenkonkre-

tisiert und zunächst am stehendenRoboter auf seineTauglichkeit hin getestetund gegen-

über dem statischen Umgebungsmodell mit dem RGB-Feature bewertet werden.Kapitel 4

beschäftigt sich dazu mit den theoretischen Hintergründen für verschiedeneClusterverfah-

ren sowie zu Histogrammen mit zeitlichem Abklingverhalten, wohingegenKapitel 5 den

experimentellen Untersuchungengewidmet ist.
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DiesesKapitel befasstsich mit den nötigen theoretischen Grundlagen für die Umsetzung

der Clusterung desMerkmalsraumesund der anschlieÿendenNutzung von Histogrammen

im Referenz-View.Es soll auf die verwendetenClusterer (Kohonen-Kette,NeuronalesGas

und FuzzyART) nähereingegangenwerden(Abschnitt 4.2), um die Grundlagenfür die Ex-

perimente im nächsten Kapitel zu scha�en. In Abschnitt 4.3, dem wichtigsten Teil dieses

Kapitels, wird die Idee zum Einsatz von Histogrammen mit zeitlichem Abklingverhalten

theoretisch aufbereitet und das Konzept desdynamischenViews vorgestellt. Es wird dar-

gelegtwie esmöglich ist, Referenz-Viewsauf Basis von Histogrammezu erstellen,aktuell

zu halten und mit aktuellen Beobachtungen zu vergleichen. Abschnitt 4.1 bildet mit der

allgemeinenVorstellung desKonzeptesfür dasdynamische Umgebungsmodell den Einstieg

in diesesKapitel.

4.1. Erläuterung des Gesamtsystems

In Abschnitt 3.3 wurde die Idee der Histogramme mit zeitlichem Abklingverhalten als

Ansatz für eine dynamisches Umgebungsmodell vorgestellt. Bei diesemAnsatz bleibt die

ursprüngliche Form desUmgebungsmodells, graphenbasiert mit Referenz-Viewsaus einer

Referenzfahrt,erhalten. Die Dynamisierungerfolgt durch eineneueStruktur desReferenz-

Views, mit derenHilfe esmöglich ist, sich an eineveränderteUmwelt anzupassen.

Mit dem bisherigen,nur aus extrahierten Merkmalen (z.B. das RGB-Feature, sieheAb-

schnitt 2.3) bestehenden,statischenView war eineAnpassungnicht möglich, jedoch wurden

die dort verwendetenMerkmale als Grundlage für den dynamischen View verwendet. Der

Merkmalsraum, der z.B. durch das RGB-Feature aufgespannt wird, soll für den dynami-

schen View geclustert werden. Ziel dabei ist es, die Menge der Ausprägungendes RGB-

Features (potentiell unendlich viele) auf eine de�nierte Anzahl von Merkmalsklassenzu

reduzieren.Für dieseMerkmalsklassenkann dann über Histogrammedie Häu�gk eit ihres

Auftretens ermittelt werden. Auf Grundlage dieser Häu�gk eitsaussagefür das Auftreten

verschiedenerMerkmalsklassenan einer Position kann eine zeitliche Stabilitätsaussagefür

den visuellen Eindruck an dieser Position getro�en werden. Tritt also an einer Position

immer wieder die gleiche Merkmalsklasseauf, so ist diesefür die Position repräsentativ.
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Abb. 4.1 dient der Darstellung desUmgebungsmodellsmit demdynamischenView und soll

die sich anschlieÿendeErläuterung graphisch hinterlegen.

Segment 10

Segment 2

Clusterung des Merkmalsraumes

1
...

nn-1
...2

Mittlerer RGB-Wert x = (r, b, g) für jedes Segment 

Teil des Graphen des Umgebungsmodells mit Knoten

zum Knoten gehörendes Bild

am Knoten gespeicherter Referenz-View

Neuron des Clusterers

Segment 1

Histogramm bzgl. des Best-Matching-Neurons

1   2   3    ... ... ...           ... ...  ... n-1   n

Abb. 4.1: Gesamtsystemdes dynamischen Umgebungsmodells am Beispiel des RGB-
Feature. Alle Bilder (z. B. aus der Referenzfahrt) werden in zehnSegmenteun-
terteilt. Für jedesSegmentwird der mittlere RGB-Vektor ermittelt. Mit diesen3-
dimensionalenVektoren wird ein Clusterer trainiert. Der dynamischeReferenz-
View für jeden Knoten bestehtaus einem Histogramm pro Segment. Im Histo-
gramm wird �gezählt�, wie oft ein Neuron desClusterers während der Lokalisa-
tionsfahrt BM-Neuron war.

Grundlage für die Selbstlokalisation bildet ein graphenbasiertesUmgebungsmodell, für

welchespro Knoten ein Bild ausder Referenzfahrtvorhandenist. Diesesogenannten Refe-

renzbilder werden in 10 Segmente unterteilt und in Anlehnung an das RGB-Feature wird

für jedesSegment der mittlere RGB-Vektor errechnet. An dieserStelle kommendie durch

einen Clusterer generiertenMerkmalsklassenzum Einsatz. Jeder RGB-Vektor wird einer

solchen Klasse,welche durch das Best-Machting-Neuron desClusteresrepräsentiert wird,

zugeordnet.Für jedesSegment s kann also das zugehörigeBM-Neuron ermittelt werden.

Der dynamische Referenz-Viewbesteht nun für jeden Referenzpunkt im Umgebungsgra-

phen aus 10 Histogrammen,wobei ein Histogramm je ein Bildsegment repräsentiert. Alle

Histogramme haben soviele Bins, wie der Clusterer Neuronenhat bzw. Merkmalsklassen

existieren. Im Histogramm kann nun während der Fahrten desRoboters durch seineUm-

gebungdie Häu�gk eit des Auftretens der einzelnenMerkmalsklassenbzw. BM-Neuronen

pro Position und Bildsegment festgehaltenwerden. Wie dies im Detail funktioniert und

wie ein Referenz-Viewmit eineraktuellen Beobachtung verglichen werdenkann, beschreibt

Abschnitt 4.3.
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Grundlagefür dendynamischenView ist ein Clusterer,welcher die Klasseneinteilung bzw.

das jeweilige BM-Neuron liefert. Diesermusszunächst mit Hilfe der anfallendenDaten aus

der Einsatzumgebungtrainiert werden. Im einfachsten und in dieserArbeit verwendeten

Fall, bestehendieseTrainingsdatenaus den mittleren RGB-Vektoren aller Segmente aller

Bilder ausder Referenzfahrt.Grundlagebildet alsodasRGB-Feature;esist jedoch möglich

auch andereBild-Merkmale (z. 
B. Kanten, Textur usw.) zu verwenden.Wie z.B. eineKlas-

seneinteilung für das TPC-Feature aussehenkönnte, verdeutlicht ein Versuch in Abschnitt

5.1.4. Auch für den zu wählendenClusterer stehenmehrereMöglichkeiten zur Verfügung.

Die verschiedenenClusterverfahren,die in dieserArbeit zum Einsatz kommen,werden im

nächsten Abschnitt genauerbetrachtet.

4.2. Clusterung des Merkmalsraumes

Die Clusterungermöglicht es,auseinerunendlichen Anzahl an Kombinationsmöglichkeiten

in einem Merkmalsraum eine feste Sammlungan Repräsentaten für das Merkmal (Merk-

malsklassen)zu ermitteln. Erst damit kann der Referenz-Viewkonstruiert werden. Sehr

ähnliche Merkmale werdenbei der Clusterung zusammengefasst,wie folgendesBeispiel es

kurz darlegensoll: angenommenesexistierenzwei Repräsentationen für das RGB-Feature

rgb1(0; 3;0; 4;0; 5) und rgb2(0; 6;0; 7;0; 8). Ein Featuref 1(0; 28;0; 4;0; 51) würdedanndurch

rgb1 repräsentiert, ein Feature f 2(0; 6;0; 72;0; 81) durch rgb2. Die Gröÿeund Form desEin-

zugsbereicheseinesRepräsentaten ist abhängigvom jeweiligen Clusterer und dessenPara-

metern.

Bevor über die Art und Weiseder ClusterungdesMerkmalsraumeseineAussagegetro�en

werden kann, musszunächst der Merkmalsraum selbst näher betrachtet werden. Es kom-

men die verschiedenenMerkmalsräumein Frage,die von den bisher verwendetenMerkma-

len (RGB-, TPC-, MCP-, rg-Feature) gebildet werden.Im Falle deseinfachenRGB-Feature

handelt essich um den3-dimensionalenRGB-Raum,welcher für die erstenExperimente her-

angezogenwerdensoll. Alle weiterenMerkmalesind aufgrund ihresHistogramm-Charakters

höherdimensionalund lassensich deshalbnicht mehr veranschaulichen.

Einen ersten Einblick in die Datenverteilung des RGB-Features liefert Abb. 4.2. Diese

Gra�k wurde anhand es Datensatzesbaumarkt1 erstellt und zeigt die auch zum späte-

ren Training der verschiedenenClusterer verwendetenDatenpunkte, welche aus den 5.938

Bildern des Datensatzesund jeweils zehn Segmenten pro Bild entstanden. Diese 59.380

Datenpunkte sammelnsich in einer Punktewolke um die UnbuntgeradedesRGB-Raumes.

Eine starre ClusterungdesMerkmalsraumeswürde hier auch alle nicht benötigtenBereiche

mit einbeziehen,da keine Rücksicht auf die Datenverteilung und evtl. unbenutze Bereiche
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Abb. 4.2: Verteilung der DatenpunktedesRGB-Featuresüber die 59.380Bildsegmentedes
Datensatzesbaumarkt1 . Darstellung im RGB-Farbraum.

genommenwird. So führt z.B. eine Einteilung in Bereiche mit einer Kantenlängevon 0; 1

zu 1.000Clusterbereichen bzw. Cluster-Neuronen.DieserhohenAnzahl an Neuronenund

der damit verbundenenVerschwendungvon Kodierungskapazität kann durch den Einsatz

adaptiver Clusterer entgegengewirkt werden. Damit wird es möglich, nur den durch die

Datenpunkte besetztenTeil des Merkmalsraumeseinzuteilen und damit die Anzahl der

benötigten Neuronengering zu halten.

Die folgendenAbschnitte befassensich mit der Theorie der in Kapitel 5 verwendeten

Clusterverfahren.Existieren von einemVerfahrenmehrereAusprägungen,so soll hier die-

jenigebetrachtet werden,welche auch in den Experimenten zum Einsatz kommt.

4.2.1. Die Kohonenkette

Als erstermöglicher Clusterer soll die Kohonenkette betrachtet werden.Es handelt sich da-

bei um ein biologisch inspiriertes, nicht-inkrementelles NeuronalesNetz, dessenNeuronen

im Raum kettenartig miteinander verbundensind. Die Kohonenkette, ein eindimensiona-

ler Vektorquantisierer, wäre damit für den Einsatz mit den BM-Neuron-Histogrammengut

geeignet,da benachbarte Histogramm-Bins(repräsentieren Neuronen)dann auch im Merk-

malsraumbenachbarte Klassenrepräsentieren. Die Kohonenkette zählt zu den in [Kohonen

1995] beschriebenenSelf-OrganizingMaps (SOM). Die Kohonenkette ermöglicht eineAbbil-

dung einesn-dimensionalenInput-DatenraumesI auf eineeindimensonaleNeuronenkette.

Zu jedem Neuron i gehört dabei ein Gewichtsvektor wi = [wi 1; : : : ; win ] 2 I . Während der

TrainingsphasewerdendieseGewichtsvektorenan die Datenverteilung im Input-Datenraum

angepasst.Die Kohonenkette passtsich dabei der statistischenVerteilung der präsentierten
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Datenpunktean. Siewirkt dabei nachbarschaftserhaltend,d. h. im Input-Raum benachbarte

Datenpunkte werdendurch benachbarte Neuronender Kette repräsentiert.

Ein beliebiger Input-Vektor x 2 I muss sowohl für das Training als auch beim späte-

ren Einsatz der Kohonenkette mit allen Gewichten wi verglichen werden. Mit Hilfe der

EuklidischenDistanz wird dabei dasBest-Matching-Neuronb wie folgt bestimmt:

b= argmin i fk x � wi kg

Während der Lernphasewerdendie Neuronengewichte dem aktuellen Input angepasst,wo-

bei nicht nur die Gewichte desBest-Machting-Neuronssondernauch seinerNachbarn ange-

passtwerden.Dafür ist die von derZeit t abhängigeNachbarschaftsfunktionhbi(t) zuständig,

für die wegender KonvergenzdesLernenshbi(t) ! 0 für t ! 1 gelten muss.Mit dieser

Nachbarschaftsfunktion kann die Kohonen-Lernregelaufgestellt werden:

wi (t + 1) = wi (t) + hbi(t) (x(t) � wi (t))

wobei t = 0; 1; 2: : : für die diskreten Zeitpunkte steht, an denenein Input x(t) präsentiert

wird. Für die Nachbarschaftsfunktion hbi(t) wurde eineFunktion gewählt, die abhängigda-

von ist, wie viele Neuronenzwischen dem betrachteten Neuron i und dem BM-Neuron b

liegen.Durch den zeitabhängigenLernradius r (t) kann festgelegtwerden,wie groÿ der Ein-

�uss einesInputs x(t) auf die NachbarneuronendesBM-Neuronsist. Für die Nachbarschaft

ergibt sich dann folgendeGleichung:

hbi = � (t) � exp
�

�
jb� i j
r (t)

�

wobei � (t) die zeitabhängigeLernrate ist, die angibt, wie stark ein Input auf die lernenden

Neuroneneinwirkt. Sowohl Lernrate als auch Lernradius sinken mit der Zeit ab, um die

KonvergenzdesLernenszu gewährleisten.

Zu Beginn der Lernphasemüssendie Gewichte der Neuroneninitialisiert werden.Hierfür

stehen verschiedeneMöglichkeiten zur Verfügung. Die einfachste ist hierbei die zufällige

Initialisierung im Input-Raum. Für einige Anwendungenund zur Vermeidung von topo-

logischen Defekten kann es jedoch von Vorteil sein, die Kohonenkette bereits geordnetzu

initialisieren. Dies kann durch einige initiale Datenpunkte erfolgen oder durch vorherige

Analyse der Datenverteilung, um einegeeigneteInitialisierung zu �nden.
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Die �xierte Kohonenkette

In manchenFällen kann esvon Vorteil sein,die Anpassungsfähigkeit der Kohonen-Neuronen

entlang einerDimensioneinzuschränken.Werdendie Neuronendarüberhinausnoch entlang

dieserDimensiontopologisch korrekt initialisiert, sokann der Fehler entlang dieserDimen-

sion bei geeignter Datenverteilung minimiert werden. Im Falle einer wolkenartigen Daten-

verteilung entlang einer Geradeim dreidimensionalenRaum wäre z.B. eine Initialsierung

der Neuronenentlang dieserGeradensinnvoll. Wird dann die Adaption der Gewichte so

eingeschränkt, dassnur Gewichtsänderungensenkrecht zu der Geradenerfolgen,so kann

man von einemLernen in Scheiben senkrecht zu der Geradensprechen. DieseAusprägung

der Kohonenkette ist zwar sehr speziell auf bestimmte Datenverteilungen, doch wird sich

zeigen,dassgeradefür die Datenverteilung durch dasRGB-Feature sich dieseVariante als

günstigererweist.

4.2.2. Das Neuronale Gas

Mit demNeuronalenGas(NG) wurdein [Martinetz und Schulten 1991] ein adaptiver, nicht-

inkrementer Vektorquantisierer vorgestellt, dessenfrei im Eingaberaum bewegliche Neuro-

nen eine topologie-erhaltendeClusterung ermöglichen. Da die Neuronen,im Gegensatzzu

den Neuronenim SOMs,keineVerbindungenuntereinanderhaben, könnensiewährendder

Lernphasebeliebig platziert werden und so die statistische Verteilung der Eingabedaten

erlernen.

JedesNeuron i desNG hat, ähnlich wie bei der Kohonenkette, einenGewichtsvektor wi

zum Eingaberaum.Wird währendder dem NG ein Input x(t) zum Zeitpunkt t präsentiert,

so gilt für dasBM-Neuron b folgendeGleichung:

kwb(t) � x(t)k = min
i

fk wr (t) � x(t)kg

Während der Lernphasewerdenfür einenInput x(t) die Gewichte der Neuronenwie folgt

adaptiert:

wi (t + 1) = wi (t) + � (t) � yib(t) � (x(t) � r i (t))

wobei � (t) die zeitabhängigeLernrate ist und yib(t) für die Aktivierung desNeuronsr steht.

Zur Berechnung der Aktivierung für jedesNeuron ist es nötig, die Neuronenaufsteigend

nach derenAbstand zum BM-Neuron b zu sortieren. In dieserDistanzreihenfolgehat jedes

Neuron einen Index di , wobei für das BM-Neuron db = 0 gilt. Die Aktivierung berechnet
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sich dann folgendermaÿen:

yib(t) = e� di
b( t ) mit b(t) ist der Lernradius

Aus dieserGleichung wird klar, dassdasBM-Neuron eineAktivierung von 1,0 besitzt. Alle

anderenNeuronensind je nach Rang in der Distanzreihenfolgewenigeraktiv.

Wie die Kohonenkette gehört auch das NeuronaleGas zu den statistischen Clusterern,

die sich der Datenverteilung anpassenund dabei seltenoder nur einmal auftretendeDaten-

punkte ignorieren. Wenn davon auszugehenist, dassauch Bereiche mit geringemDaten-

aufkommenoder gar einzelne�Ausreiÿer� für die zu lösendeClusteraufgabe von Bedeutung

sind, ist ggf. eineandereArt von Clusterverfahrenin Betracht zu ziehen.Ein Beispieldafür

liefert der folgendeAbschnitt.

4.2.3. FuzzyART-Netzw erke

Dasin [Carpenter u. a. 1991] vorgestelltFuzzyART ist einespezielleUmsetzungausder Fa-

milie der ART-Netzwerke (Adaptive Resonanz-Theorie[Grossberg 1976]), mit deren Hilfe

das Stabilitäts-Plastizitäts-Dilemma entschärft werden kann. Es handelt sich beim Fuz-

zyART um ein unüberwacht lernendes,inkrementelles Verfahren zur Klassi�k ation von

Daten. Im Gegensatzzu den bisher vorgestellten statistischen Clusterern ist FuzzyART

in der Lage eine von der Wahrscheinlichkeitsdichte der Eingabedaten unabhängigeClus-

terung vorzunehmen,d. h. auch selten oder nur einmal auftretende Datenpunkte werden

reräsentiert.

Abb. 4.3: Schemafür den allgemeinenAufbau einesFuzzyART-Systems

Die wesentlicheArchitektur einesFuzzyART-Netzesist durch drei Schichten gekennzeich-

net. Ein wichtiger ParameterdesFuzzyART-Neztesist die Vigilance � . Abbildung 4.3 zeigt
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die grundlegende,dreischichtige Struktur. LernfähigeGewichte existierenbei der Verschal-

tung der Schichten miteinander nur zwischen der Erkennungs- und der Vergleichsschicht.

In der Vorverarbeitungsschicht wird der Eingabevektor zunächst für das Verfahren ange-

passt. Die inkrementelle Erkennungschicht enthält die Ausgabe-Neuronen(zu Lernbeginn

nur eins)und damit die vorhandenenRepräsentationen für die bereitspräsentierten Daten.

In der Vergleichsschicht werden dieseRepräsentationen darauf überprüft, ob ein aktueller

Input ähnlich genug ist, dasser mit repräsentiert werdenkann. Für den Grad der nötigen

Ähnlichkeit ist die Vigilance zuständig. Ist die nötige Ähnlichkeit gegeben, dann be�ndet

sich das FuzzyART-Netz im Resonanzzustandund die Gewichte zwischen Vergleichs- und

Erkennungsschicht werden angepasst.Liegt für keinesder vorhandenenNeuronender Er-

kennungschicht Resonanzvor, so wird ein neuesNeuron für den aktuellen Input eingefügt.

Im folgendensoll die Funktionsweisevon FuzzzyART näher beschrieben werden.

Für einen Input x(t) erfolgt zunächst die Vorverarbeitung, welche ggf. eine Normie-

rung aller Eingangswerte auf das Intervall [0; 1] und die sog.Komplementkodierung durch-

führt. Diese Anpassungder Eingangsdatenist Vorraussetzungfür die Stabilität der ge-

bildeten Repräsentation. Die Vorverarbeitungsschicht F 0 liefert damit für einen Input

x(t) = (x1(t); � � � xM (t)) folgendeAusgabe yF 0(t):

yF 0(t) = (x(t); xc(t)) = (x1(t); � � � xM (t); 1 � x1(t); � � � 1 � xM (t))

wobei xc(t) der komplementäre Input ist und M für die Eingabedimensionsteht. Über die

nicht lernfähigenGewichte W F 1_ F 0 von Schicht F 0 nach F 1 wird yF 0(t) direkt an xF 1(t),

den Input der Vergleichsschicht, weitergegeben. Die Ausgabe yF 1(t) ermittelt sich über eine

lineare Aussgabefunktion ausdem Input:

yF 1(t) = zF 1(t) = xF 1(t)

Über die bottom-up-Gewichte W F 2_ F 1 wird diese Ausgabe der Vergleichsschicht an die

Erkennungsschicht propagiert. Diese generiert die Erwartung des BM-Neurons und gibt

dieseüber die top-down-Gewichte W F 1_ F 2 an die Vergleichsschicht zurück. Dazu erfolgt

die Aktivierung zF 2
i (t) der Neuronender Erkennungsschicht wie folgt:

zF 2
i (t) =

jyF 1(t) ^ wF 2_ F 1
i (t)j

jwF 2_ F 1
i (t)j

wobei ^ der Fuzzy-AND-Operator ist, für den gilt: a ^ b = min i (ai ; bi ). Damit werdendie

Neuronender F2-Schicht abhängigvon ihrer Distanz zum Input unterschiedlich aktiviert.
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Die Auswahl desBM-Neurons als das Neuron mit der höchsten AussageyF 2
i (t) geschieht

über folgendeGleichung:

yF 2
i (t) =

(
1 falls zF 2

i (t) = maxj zF 2
j (t)

0 sonst

Dabei ist das BM-Neuron das einzigemit einer Ausgabe mit dem Wert eins. Mittels der

Gewichte wF 1_ F 2
bm wird nun die Erwartung für dasBM-Neuron an die F1-Schicht propagiert,

welchedieseErwartung mit Hilfe der sog.Match-Funktion mit demaktuellen,vorverarbeite-

ten Input vergleicht. Es wird ermittelt, ob dasBM-Neuron in der Lageist, denneuenInput

zu repräsentieren. Dies ist abhängigvon der Ähnlichkeit desInputs mit der Erwartung der

Erkennungsschicht. Wie unterschiedlich Erwartung und Input sein dürfen, bestimmt die

Vigilance � ; sie gibt an, wie groÿ der Unterraum, den das Neuron repräsentiert, maximal

seindarf. Die Match-Funktion lautet folgendermaÿen:

jyF 0(t) ^ wF 1_ F 2
bm j

jyF 0(t)j
� �

Ist die Match-Funktion erfüllt, so erreicht das FuzzyART-Netz den Resonanzzustand,an-

sonstenwird ein Resetausgelöst,welchesdie Aktivierung zbm
F 2 desBM-Neurons auf � 1

setzt. Damit wird ein anderesNeuron der F2-Schicht BM-Neuron und es wird eine neue

Erwartung generiert. Ist esfür kein Neuronder F2-Schicht möglich, die Match-Funktion zu

erfüllen, soist der Input nicht durch die aktuell vorhandenenNeuronenrepräsentierbar und

es wird ein neuesNeuron k eingefügt. Die Gewichte wF 2_ F 1
ki und wF 1_ F 2

ki werden mit 1,0

initalisiert, was dazu führt, dassdas System bei diesemNeuron in den Resonanzzustand

gelangt.

Während desResonanzzustandeswerdendie Gewichte desBM-Neurons nach folgenden

Gleichungenadaptiert:

wF 2_ F 1
bm (t + 1) = � �

�
yF 1(t) ^ wF 2_ F 1

bm (t)
�

+ (1 � � ) � wF 2_ F 1(t )
bm

wF 1_ F 2
bm (t + 1) = wF 2_ F 1

bm (t + 1)

wobei � die Lernrate ist, welche in dieserArbeit stets zu 1; 0 gewählt wird. Mit � = 1; 0

be�ndet sich das FuzzyART-System im Schnell-Lern-Modus. Das bedeutet, dassein In-

put x(t) schon nach einmaligerPräsentation vollständig vom Systemrepräsentiert werden

kann. GeradedieseFähigkeit einesFuzzyART-Systemskann für die Clusterungim Rahmen

dieserArbeit von Vorteil sein,da auch Bereiche mit geringemDatenaufkommengut geclus-
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tert werdenkönnen.Am Beispiel in Abbildung 4.4 soll dasPrinzip desFuzzyART-Lernens

graphisch verdeutlicht werden.

0,0
0,0

1,00,5

0,5

1,0
x(t+1) = (0,5; 0,4)

w(t+2) = (0,2; 0,3; 0,5; 0,6)

x(t+1)

0,0
0,0

1,00,5

0,5

1,0
x(t) = (0,2; 0,3)

x(t)

w(t+1) = (0,2; 0,3; 0,8; 0,7)

y_F0(t+1) = (0,5; 0,4; 0,5; 0,6)y_F0(t) = (0,2; 0,3; 0,8; 0,7)

Abb. 4.4: DiesesBeispielzumFuzzyART-Lernen zeigtdie AuswirkungenzweierInputs auf
ein Neuronengewichtim zweidimensionalenEingaberaum. Für das Gewicht gilt
zu Beginn w(t) = (1; 0;1; 0;1; 0;1; 0). Wird nun der Input x(t) präsentiert, so
gelangtdas Systemin den Resonanzzustandund der komplementkodierte Input
y_ F 0(t) wird direkt in das Gewicht übernommen. Wird nun ein zweiter Input
x(t + 1) dargeboten, so kann anhand der Vigilance � = 0; 8 bestimmt werden,
ob dasbetrachteteNeuron auch diesenInput repräsentieren kann. Da dies mög-
lich ist, gelangtdasSystemwiederum in den Resonanzzustandund dasGewicht
wird angepasst. Nach erfolgter Gewichtsadaptionwird durch das Gewicht des
betrachtetenNeurons nun ein Unterraum (grauer Bereich) aufgespannt.

Mo di�ziertes FuzzyART

In [Scheidig 2003] (Abschnitt 6.3.) werden einigeModi�k ationen zum Standard-FuzzyART

vorgestellt,die dort zur Generierungsensomotorischer Repräsentationen verwendetwurden.

Auch im Kontext dieserArbeit scheinen dieseModi�k ationen sinnvoll und sollen deshalb

vorgestellt werden.

Eine der Modi�k ationen schränkt das Einfügen neuer Neuronendurch eine Aktivitäts-

schwelle ein. Kann ein Input von keinen der vorhandenenNeuronenrepräsentiert werden,

so darf dennoch nur dann ein neuesNeuron eingefügt werden, wenn die Aktivität des

BM-Neurons dieseSchwelle unterschreitet. Das bedeutet, dassder neue Input den alten

Repräsentationen sehr unähnlich sein muss, damit es zum Einfügen einesneuenNeurons

kommt. Wird die Schwelle nicht unterschritten und tritt aber auch kein Resonanzzustand

ein, so wird zwar das Neuron mit der höchsten Aktivierung als BM-Neuron gewählt, je-

doch erfolgt keineAdaption der Gewichte. In der Praxis entspricht dieseModi�k ation einer
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Mindestdistanz,die ein neu einzufügendesNeuron vom Unterraum einesbereits existieren-

den Neuronshaben muss. In den folgendenKapiteln wird dieserneueParameter auch als

Einfügedistanzbezeichnet.

Die zweite Modi�k ation dient der Beschränkung der von den Neuronenaufgespannten

Unterräume. Beim Standard-FuzzyART ist es möglich, dasssich ein Unterraum entlang

einer Dimension des zu clusternden Raumes extrem ausdehnt, hingegenin die anderen

Dimensionennur eine sehr geringeAusdehnung aufweist. Um solchen Deformationen der

Unterräume entgegenzuwirken, wurde ein Beschränkungsfaktoreingeführt. Hat dieserz.B.

den Wert 2, so darf sich jeder Unterraum nur maximal 2(1 � � ) entlang einer Dimension

ausdehnen.Damit kann gewährleistet werden,dasskeineextrem deformiertenUnterräume

entstehen.

Ein Nachteil dieser Modi�k ationen besteht darin, dass der Schnell-Lern-Modus einge-

schränkt ist. Hat beim Standard-FuzzyART jeder nicht passendeInput ein neuesNeuron

zur Folge,sokann die ersteder beidenModi�k ationen diesu. U. verhindern.Damit ist nicht

mehr garantiert, dass jeder Input bereits nach einer Präsentation durch das FuzzyART-

Netz repräsentiert wird. Auf die positive Eigenschaft desFuzzyART bzgl. desStabilitäts-

Plastizitäts-Dilemmashaben die Modi�k ationen jedoch keinenEin�uss.

2004-04-20/041/IN98/2233 33



4. Theoretische Grundlagen

4.3. Histogramme für den dynamischen View

Histogrammemit zeitlichemAbklingverhaltenbilden zusammenmit den im vorherigenAb-

schnitt vorgestelltenClusterverfahren die Grundlage für die Erstellung von dynamischen

Referenz-Views.Diesesind, wie auch die statischen Referenz-Views,prinzipiell für das ge-

samte Bild oder auf dessenSegmenten anwendbar, wobei hier jedoch auf die Segment-

Variante mit 10 Bildsegmenten eingegangenwerdensoll. Das Vorgehenbei Anwendungauf

dem gesamten Bild kann hieraus problemlos abgeleitet werden, da die Anzahl der Bild-

segmente dann einfach gleich eins zu setzenist. Im folgendensoll die Funktionsweisedes

dynamischen Views näher betrachtet werden.

In Abb. 4.1 sind rechts unten Referenz-Viewsabgebildet.Siebestehenfür jedesBildseg-

ment s;s = 0: : : 9 aus einemHistogramm H s, dessenBins repräsentativ für die Neuronen

desClusterersbzw. die Merkmalsklassenstehen.Hat der verwendeteClustererN Neuronen,

sohat jedesHistogramm N Bins. Alle Bins werdeninitial mit Null belegt. Das Update der

Histogramm-Binshs(i ) bei einerneuenBeobachtung xs in Segment s erfolgt nach folgender

Gleichung:

hs(i ) =

(
hs(i ) � 
 + ds(i )(1 � 
 ) falls ds(i ) � hs(i )

hs(i ) � � sonst
mit i = 0 . . . N-1 (4.1)

wobei ds(i ) wie folgt aus den Distanzendi aller Neuronengewichte wi zum aktuellen mitt-

leren RGB-Vektor xs berechnet wird:

ds(i ) =

8
><

>:
e

�
d2

i

� 2 falls di < max

0 sonst
mit di = kxs � wi k (4.2)

Es wird also nicht nur der Histogramm-Bin desBM-Neurons angepasst,sondernauch die

Bins aller Neuronenin der Nähe desInputs. DieseEinbeziehung der Nachbarneuronenist

nötig, um auch bei leichten Umgebungsänderungennoch entsprechend hoheÄhnlichkeiten

liefern zu können.

Neben den dargelegtenFormeln soll auch die Grundstruktur der konkreten Implementie-

rung veranschaulicht werden.Dazu wurde der benötigte Clusterer nicht näher spezi�ziert,

sonderndient � ohne die Hintergründe der Implementierung auszuführen� als Lieferant

für die Distanzen aller Neuronenzum gegeben Input. Nachfolgend wird das Update der

Histogrammein Pseudocode dargestellt:
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Up date der Referenz-Histogramme des dynamisc hen Views

Eingab e

C (trainierter Clusterer);

hs; s = 0: : : 9 (Referenz-Histogramm für jedes der 10 Segmente);

x (aktuelle Beobachtung (mittlerer RGB-Vektor für jedes Segment));


 ; � ; � ; max (Parameter des Verfahrens);

Algorithm us

N=C.getNumberOfNeurons; // Anzahl der Neuronen im Clusterer bestimmen

for( s = 0 to 9 ) do // für alle Segmente

C.setInput( xs); // Segment s der Beobachtung dem Clusterer als Input geben

d =C.getDistances; // Distanzen aller Neuronen zum Input anfordern

for( i=0 to N-1 ) do // für alle Histogramm-Bins/Neuronen

// Distanzen mit Hilfe einer Gauss-F unktion umrec hnen

if (d[i ] < max) //

ds[i ] = e
�

d[i ]2

� 2 ; //

else //

ds[i ] = 0:0; //

// Histogramm-Bins hs[i ] adaptieren

if ds[i ] � hs[i ] //

hs[i ] = hs[i ] � 
 + ds[i ](1 � 
 ); // Bin-Update

else //

hs[i ] = hs[i ] � � ; // Abklingverhalten

Aus den Gleichungen 4.1 und 4.2 sowie auch aus dem Pseudocode ergeben sich drei

Parameter,die dasVerhalten desdynamischen Views maÿgeblich beein�ussen:

� � DieserDiscount-Faktor sorgt für daszeitliche Abklingverhalten der Histogramme.Für

� = 1 gehenalle Beobachtungen gleichstark in die Histogrammeein. Es gilt: je kleiner

� , destostärker wirkt sich einenneueBeobachtung auf dasHistogrammaus,d. h. alte

Repräsentationen werdenschneller vergessen.


 � DieserParameter dient beim Histogramm-Update pro Bin zur Festlegungder Stärke

mit der eineneueBeobachtung eingehensoll. Für dieseArbeit wurden stets 
 = 0; 5

gewählt. Dies führt dazu, dass sich ein Bin, dessenNeuron öfter BM-Neuron ist,

langsamund asymptotisch der 1; 0 nähert und sodie Histogramminhalte immer < 1; 0

sind.
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max; � � Diesebeiden Parameter beschreiben die Gauss-Funktion, mit der die Distanzen

der Neuronen zum Input bearbeitet werden. Ein kleines max führt dazu, das nur

Histogramm-Bins, bei denendas dazugehörigeNeuron sehr nahe am Input liegt, er-

höht werden.Ein kleines� sorgt dafür, dassnur in nächster Nähezum Input sehrhohe

Zuwächseerzielt werden. DieseParameter sind also für den Grad der Einbeziehung

der Nachbarschaft beim Histogramm-Update zuständig.

Soll nun eine aktuelle Beobachtung des Roboters mit einem vorhandenenReferenz-View

verglichen werden,wird zunächst für jedesBildsegment der Beobachtung das BM-Neuron

ermittelt. Für den Vergleich ist esdesWeiteren notwendig, dassder stärkste Histogramm-

Bin stets den Wert 1; 0 hat, denn nur so liefert das Verfahren eine Ähnlichkeit von 1; 0,

wenn dieserBin der für die aktuelle Beobachtung passendeist. Existiert ein weiterer sehr

starker Bin sosoll dieserebenfallseinenWert nahe1; 0 haben um sicherzustellen,dassauch

verschiedeneZuständeannäherndgleichstark repräsentiert sind. Deshalbwerdendie 10 Hi-

stogrammedes Referenz-Viewsnormiert, indem alle Bins einesHistogramms durch den

Maximalwert diesesHistogramm dividiert werden.Abb. 4.5 verdeutlicht, wie mit den nor-

mierten Histogrammenund den ermittelten BM-Neuronender aktuellen Beobachtung wei-

ter verfahrenwird. Aus den10HistogrammendesReferenz-Viewswird jeweilsder Bin-Wert

für das BM-Neuron der aktuellen Beobachtung des Roboters ausgelesen.Daraus ergeben

sich 10 Ähnlichkeitswerte für die 10 Segmente. Hier zeigt sich deutlich die Notwendigkeit

der Normierung der Histogramme, da nur damit für den stärksten Bin eine Ähnlichkeit

von 1; 0 erzielt werden kann, wenn das zugehörigeNeuron in der aktuellen Beobachtung

BM-Neuron ist. Werden die Segmentähnlichkeiten gemittelt, erhält man die Ähnlichkeit

der aktuellen Beobachtung mit dem Referenz-View.DieseÄhnlichkeit mussbei der MCL

für jede Sample-Position mit dem dazugehörigenReferenz-Viewberechnet werden.

Segment-Ähnlichkeiten

Ähnlichkeiten der aktuellen Beobachtung mit der Referenz

0.9 0.80.90.80.91.0 1.01.00.90.9

Mittelwert

0.91

BM-Neuronen
der aktuellen
Beobachtung

normierter
Referenz-
View

Segment 1

BM-Neuron-Histogramm

1   2   3    ...  ...  ...  ...  n-1   n

1.0

Segment 2

BM-Neuron-Histogramm

1   2   3    ...  ...  ...  ...  n-1   n

1.0

Segment 10

BM-Neuron-Histogramm

1   2   3    ...  ...  ...  ...  n-1   n

1.0

1   2   3    ...  ...  ...  ...  n-1  n 1   2   3    ...  ...  ...  ...  n-1  n 1   2   3    ...  ...  ...  ...  n-1  n

Abb. 4.5: Vergleichder aktuellen Beobachtungmit dem dynamischenReferenz-View
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Das beschriebeneund gra�sch veranschaulichte Vorgehenzum Vergleich einer aktuellen

Beobachtung mit einemReferenz-Viewsoll im folgendenals Pseudocode dargelegtwerden,

um den Ansatz für die Implementierung aufzuzeigen:

Berec hnung der Ähnlic hk eit einer akt. Beobac htung mit einem Referenz-View

Eingab e

C (trainierter Clusterer);

hs; s = 0: : : 10 (Referenz-Histogramme für jedes der 10 Segmente);

x (aktuelle Beobachtung (z. B. mittlerer RGB-Vektor für jedes Segment));

Algorithm us

sim = 0; // Ähnlichkeit von akt. Beobachtung und Ref.View auf Null setzen

for( s = 0 to 9 ) do // für alle Segmente

m = max(hs); // Maximumdes Histogramms ermitteln

hnor m
s = hs=m; // Normierung

C.setInput( xs); // Segment s der Beobachtung dem Clusterer als Input geben

bm = C.getBestMachtingNeuron; // BM-Neuron für das Segment

segment_sim = hnor m
s [bm]; // Segment-Ähnlichkeit aus BM-Neuron-Bin entnehmen

sim = sim + segment_sim; // Segment-Ähnlichkeiten aufsummieren

sim = sim/10; // Mittelwert der aufsummierten Segment-Ähnlichkeiten

Rüc kgab e sim (Ähnlichkeit von Ref.-View und Beobachtung x);

Histogramm-Update und Vergleich mit einer aktuellen Beobachtung erfolgenalso unab-

hängig von einander. Es besteht jedoch die Möglichkeit für den dynamischen View eine

Erweiterung einzuführen.DieseErweiterung ist eineUpdate-Schwelle, welche esermöglicht

festzulegen,wann ein Update der Histogramme statt�nden soll. Es kommt nur dann zu

einemHistogramm-Update, wenn sich die aktuelle Beobachtung und der Referenz-Viewso

unterscheiden,dassdie Ähnlichkeit die Update-Schwelle unterschreitet.

Bisher wurde davon ausgegangen,dassbekannt ist, wann ein Histogramm-Update stets

erfolgendarf, jedoch kann dies im Rahmender MCL so nicht gehandhabtwerden.Es be-

steht die Gefahr, dassein Update nicht an der richtigen Position erfolgt, wenn nicht genau

bekannt ist, wo in seinerUmgebungsich der Roboter tatsächlich be�ndet. DieseProble-

matik soll in Abschnitt 6.2 näher betrachtet werden. Die Experimente zum dynamischen

View werdenjedoch unter der Voraussetzungdurchgeführt, dassdie Position desRoboters

hinreichendgenauund zuverlässigbekannt ist. DieseEinschränkung ist nötig, um zunächst
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die prinzipielle Tauglichkeit desdynamischen Views zu überprüfen.
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Nach den theoretischen Grundlagenim vorherigenKapitel befasstsich diesesnun mit dem

Test des in Abschnitt 4.3 entwickelten Verfahrensim praktischen Einsatz verbundenmit

erstenAnalysenbzgl. desEin�ussesder verschiedenenParameter.Zu diesemZweck werden

zunächst verschiedeneClusterer getestetund bzgl. ihres Einsatzesfür dasdynamische Um-

gebungsmodell bewertet (Abschnitt 5.1). Die Experimente zum dynamischen View sollen

zunächst einengrundlegendenEindruck über dasVerhaltenund die Struktur diesesneuent-

wickelten Views vermitteln, im weiteren jedoch auch zeigen,inwiefern esmit diesemView

möglich ist Lokalisationsaufgaben bei veränderterUmwelt zu lösen.Die Versuche dazuwer-

den in Abschnitt 5.2 beschrieben, veranschaulicht und ausgewertet. In der folgendenGra�k

wird ein Überblick über die Experimente diesesKapitels und derenTeilaspekte gegeben:

Experimente zur Clusterung
des Merkmalsraumes

Experimente zum dynamischen View
bei stehendem Roboter

Starre Clusterung

Kohonenkette

Neuronales Gas

FuzzyART

Verdeckungs-
experiment

Langzeit-
experiment

1-aus-N-Lokalisation

Interne Struktur
des dynamischen
Views

Vergleich von
dynamischem
und statischem
View

Einfluss der Gauss-
Funktion beim
Histogramm-Update

Einfuss des
Discountfaktors

Einfluss der
Update-Schwelle

Lokalisation mit
dem dyn. View

Einfluss des Gauss-
Fkt.-Parameters

Einfluss der
Update-Schwelle

Einfluss der Neuronen-
anzahl des Clusterers

max

Beta

5.1. Experimente zur Clusterung des Merkmalsraums

Der erste Schritt zum entwickelten dynamischen Umgebungsmodell ist die Wahl und das

Training einesClusterers. In diesemFall sollen die Clusterer dazu dienen,den Merkmals-

raum des RGB-Features zu repräsentieren und damit Merkmalsklassenzu scha�en. Es

handelt sich dabei um den 3-dimensionalenRGB-Farbraum, wobei die durch das RGB-

Feature generiertenDatenpunkte sich in einer Punktewolke um die Unbuntachsesammeln

(vgl. Abb. 4.2). Für die einemögliche Clusterung stehennun verschiedene,in Abschnitt 4.2
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beschriebeneVerfahrenzur Verfügung.DasTraining der zu testendenClusterererfolgteda-

bei auf einemTrainingsdatensatzbaumarkt1 mit 59.380Bildsegmenten aus 5.938Bilder

der Baumarktumgebung.Mit Hilfe einesTestdatensatzesbaumarkt2 aus 5.320 Bildern

der Baumarktumgebungsollte sichergestelltwerden,dassnicht nur die gelernten Daten aus

dem Trainingsdatensatzrepräsentiert werden.

Die verschiedenenMethoden für die Clusterungsollenbeginnendbei der einfachsten,der

starren Clusterung, über die Kohonenkette, bis hin zum NeuronalenGas und dem Fuz-

zyART getestetund bewertet werden.Dafür mussdasAnwendungsgebietbeachtet werden.

Da später Bildsegmente (jeweils das aktuelle und das im Umgebungsmodell gespeicherte)

anhand ihrer Zugehörigkeit zu den gebildeten Merkmalsklassenverglichen werden sollen,

darf die Einordnung einesDatenpunktes in eine Klassebzw. zu einem Neuron keinen zu

groÿen Fehler zur Folge haben. Das bedeutet, dass der Clusterfehler (Abstand des Da-

tenpunktes zum BM-Neuronengewicht) für alle Datenpunkte gering sein sollte. Eine sehr

ungenaueEinordnung einzelnerDatenpunkte in eine Klasse, kann Fehllokalisationen bei

der MCL zur Folgehaben. Als Kriterien für die Güte der Clusterer wurden deshalbmittle-

re und maximale Clusterfehlerauf den Trainings- sowie Testdatengewählt. Der maximale

Clusterfehler ist hier von nicht zu unterschätzender Wichtigkeit, denn ist er zu hoch, so

existiereneinzelneDatenpunkte, die nur sehrungenaurepräsentiert sind. DieseUngenauig-

keiten könnenzu Fehllokalisationenwährendder MCL führen. Hinzu kommt, dassvor allem

dieseseltenen,u. U. schlecht repräsentierten Datenpunkte für die Lokalisation wichtig sind,

da sienur sehrvereinzelt in der Umgebungauftauchen und somit einePosition sehrgenau

bestimmenkönnen.Der maximaleClusterfehlerist alsoneben der allgemeinenAussagedes

mittleren Fehlersein wichtiges Kriterium.

5.1.1. Experimente mit starrer Clusterung

Eine starre Clusterung desMerkmalsraumes(RGB-Farbraum) bedeutet, dassdie Cluster-

bereiche ohne Einbeziehung des tatsächlichen Datenaufkommensfestgelegtwerden. Jeder

Cluster wird durch die Koordinaten seinesMittelpunktsv ektors, also durch einen RGB-

Vektor, bestimmt. An dieserStelle sollen,der Einfachheit halber, dieseRGB-Vektoren als

die Gewichte von Neuronenangesehenwerden,auch wenn der Begri� desNeuronsbei star-

rer Clusterung nicht sehrgeeigneterscheint.

Bei der starren Clusterung werdendie Neuronenäquidistant im Merkmalsraum verteilt

und decken diesenkomplett ab. Vom Abstand der einzelnenNeuronen zueinander(und

damit von der Gesamtanzahl der Neuronen)hängt hierbei maÿgeblich der maximaleFehler

ab. Wie Tabelle 5.1 zeigt, ist eine Neuronanzahlvon mindestensüber 500 nötig, um den
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maximalen Fehler in einenakzeptablenBereich von unter 0; 1 zu bringen. Mit der starren

Anzahl der Neuronen Fehler auf Trainingsdaten Fehler auf Testdaten
pro Dimension(gesamt) mittlerer maximaler mittlerer maximaler

5x5x5 (125) 0,0954 0,1696 0,0921 0,1688
8x8x8 (512) 0,0604 0,1066 0,0609 0,1010

10x10x10(1000) 0,0483 0,0844 0,0482 0,0822

Tabelle 5.1.: Fehler bei starrer Clusterung.Der Fehler ist der Clusterfehler,berechnet an-
hand der Gewichteder starren Neuronen. Dieser sinkt mit steigenderNeu-
ronanzahl,da die AbständezwischendeneinzelnenNeuronenkleiner werden

Clusterung lassensich beide Fehler, sowohl mittlerer, als auch maximaler, zwar beliebig

weit senken, jedoch ist dies nur durch einen sehr groÿe Anzahl an Neuronenmöglich. In

Bereichen des Merkmalsraumesohne Datenaufkommen sind die Neuronen zudem völlig

unnötig und verschwendenlediglich Kodierungskapazitäten.Da die Gröÿeder Histogramme

desdynamischen Views gleich der NeuronanzahldesClusterers ist, sollte diesewegendes

Speicher- und Rechenzeitbedarfssogeringwie möglich gehaltenwerden.Damit erweist sich

die starre Clusterung als ungeeignet.

5.1.2. Experimente zum Einsatz einer Kohonenkette

Da die Datenverteilung des RGB-Features im RGB-Farbraum entlang der Unbuntachse

verläuft und die Abweichung von dieser nicht sehr groÿ ist, soll die topologieerhaltende

Kohonenkette auf ihre Tauglichkeit für den dynamischen View getestetwerden.Der Vorteil

liegt hier in der direkten Übertragbarkeit der Kohonenkette auf die HistogrammedesViews;

benachbarte Bins im Histogramm entsprächen dann benachbarten Neuronen.

#Neuronen ? mittlerer Fehler ? maximalerFehler
einfache Kohonenkette 30 0,109 0,384
�xierte Kohonenkette 30 0,043 0,252

40 0,041 0,251
80 0,039 0,249

Tabelle 5.2.: Fehler bei der Clusterungmit verschiedenenKohonenketten(Durchschnitts-
werte) auf dem Trainingsdatensatzbaumarkt1. Deutlich wird, dassbei der
�xierten Kohonenkettemit steigenderNeuronenzahlkaum Verbesserungen
festzustellen sind.

Erste Versuche zeigtenein Problem der Kohonenkette mit Datenpunkten, die am Rand

der Punktewolke liegen. Diesewurden nur unzureichend repräsentiert und führten zu ei-

nem Anstieg desFehlers.Da diesesProblem vor allem entlang der Unbuntgeradenauftrat,
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wurden weitere Versuche mit einer �xierten Kohonenkette (vgl. Abschnitt 4.2.1) durchge-

führt. Die Kohonen-Neuronenwurden hierfür entlang der Unbuntgeradenvon (0; 0;0) nach

(1; 0;1; 0;1; 0) äquidistant initialisiert und deren Gewichte waren lediglich in zwei Dimen-

sionensenkrecht zur Unbuntgeradenadaptiv.

Die Fixierung der Kohonenkette bringt, wie Tabelle 5.2 zeigt, eine Verbesserungsowohl

desmittleren als auch desmaximalenFehlersmit sich. Deutlich wird jedoch auch, dasseine

Erhöhung der Neuronenanzahlnur wenigEin�uss auf dasErgebniszu haben scheint; weder

mittlerer noch maximaler Fehler zeigeneinendeutlichen Rückgangbei Anstieg dieser.Dies

ist vermutlich der Tatsache geschuldet, dassdie Form der Punktewolke für eineClusterung

durch eineKohnenkette ungeeignetund ein gewisserFehler nicht vermeidbar ist.
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Abb. 5.1: Segment-Ähnlichkeiten bei der Clusterung mit einer Kohonenkette.Für jedes
Segment(jedesx in der Gra�k) wurde mit Hilfe desRGB-Feature seineÄhnlich-
keit zum einemReferenz-Segmentermittelt (Abszisse).Für jedesSegmentwurde
desWeiteren dasBM-Neuron in der Kohonenketteermittelt und die Di�er enz(in
Anzahl Neuronen) zum BM-Neuron desReferenz-Segmentesberechnet (Ordina-
te). Die Gra�k zeigt, wie sich diesebeidenWerte über alle Segmentezueinander
Verhalten. Ideal wäre es,wennvon der Neuronen-Di�er enznahezueindeutigauf
die Ähnlichkeit geschlossenwerdenkönnte.Dies ist jedoch nicht der Fall; z.B. bei
einer Neuronendi�erenzvon 8 oder 16 ist die Spanne der möglichenÄhnlichkeit
sehr groÿ.

Die Kohnenkette wurde für die Clusterungin Beracht gezogen,da mit ihr die Möglichkeit
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besteht, direkt vom jeweiligenBM-Neuron desReferenz-Viewsund der aktuellen Beobach-

tung des Roboters auf die Ähnlichkeit zu schlieÿen. Bei anderen Clustern wie dem NG

und dem FuzzyART müssenan dieserStelle die Gewichte der Neuronenzur Berechnung

der Ähnlichkeit herangezogenwerden.DieserVorteil der Kohonenkette kann natürlich nur

genutzt werden, wenn die Neuronendi�erenz direkt auf die möglichen Ähnlichkeiten ab-

gebildet werden kann. Dazu wurden für den Datensatz baumarkt1 für alle Bildsegmente

(Datenpunkte) die BM-Neuronenermittelt. Zu jedem dieserBM-Neuronenwurde die Dif-

ferenz (in Anzahl Neuronen) zum BM-Neuron einesReferenz-Segmentes berechnet; glei-

chesgeschah für die RGB-Vektoren desRGB-Features,woraussich die Ähnlichkeiten aller

Datenpunkte zum Referenz-Segment ergeben. Abb. 5.1 setzt die Neuronendi�erenz in der

Kohonenkette und die Segment-Ähnlic hkeiten zueinanderins Verhältnis. Günstig wäre es,

wenn jeder Ähnlichkeit nach dem RGB-Feature eine Neuronendi�erenz zugeordnetwäre.

Eine Aussagewie �Bei einer Ähnlichkeit von 0,85 zweier Segmente liegen zwischen ihren

beidenBM-Neuronen5 weitere Neuronen.�Wiedie Abbildung zeigt, kann einesolche nicht

immer eindeutig getro�en werden, da z.B. bei einer Ähnlichkeit von 0,85 auch 8, 11, 15

und 15 als Neuronendi�erenzenin Fragekommen.Damit ist esnicht möglich, nur von der

Di�erenz zwischen den BM-Neuronen zweier Segmente auf ihre Ähnlichkeit zu schlieÿen.

Deshalbmüsstean dieserStellemit den Gewichten der Neuronenim Inputraum gearbeitet

werden, dadurch ist die einfache Übertragbarkeit der Kohonenkette in die Histogramme

aber nicht mehr gegeben und die Arbeitsweiseunterscheidet sich nicht mehr von der des

NG. Ein wichtiges Argument für den Einsatz einer Kohonenkette greift somit nicht mehr,

und esist sinnvoll, auf anderefür dasProblem geeignetereClusterer (NG und FuzzyART)

auszuweichen.

5.1.3. Experimente zum Einsatz von Neuronalem Gas

Die Clusterung durch das NG bietet gegenüber der Kohonenkette den Vorteil, dass die

Neuronensich frei im Raum bewegenkönnen.Die Repräsentation der Punktewolke durch

dasNG sollte ausdiesemGrund bessermöglich sein.

Für den Einsatz desNG ist eszunächst wichtig, geeigneteWerte für die ParameterLern-

rate, Lernradius und Neuronenanzahlzu bestimmen.Dazu wurden Testsmit verschiedenen

Parameter-Werten durchgeführt.

Abb. 5.2 veranschaulicht die Ergebnissebzgl. desLernradius. In den meistenFällen ist

dem Anstieg des Lernradius eine Verringerung des Fehlers zu beobachten; lediglich der

maximaleFehlerauf denTrainingsdatenist leicht ansteigend.Aus diesemGrund scheint ein

Lernradiusvon 10; 0 geeignet.Die geringeDi�erenz zwischendenFehlernbei verschiedenen
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Lernradien zeigt jedoch, dassder Ein�uss diesesParameter hier nicht sehr groÿ ist und

dieserdamit recht variabel gewählt werdenkann.

Bzgl. der Lernrate wurden weitere Experimente durchgeführt, deren Ergebnissein An-

hang A in Abb. A.1 zu sehensind. Lediglich auf den maximalen Trainingsfehlerhat eine

steigendeLernrate positivenEin�uss. Obwohl auch der Ein�uss diesesParametersallgemein

gering scheint, sollenhier dennoch eherdie höherenLernraten um 0; 8 gewählt werden.

(a) (b)

Abb. 5.2: Fehler des NG bzgl. Lernradius. Der Ein�uss des Lernradius ist eher gering,
meist jedoch sinkt der Fehler mit ErhöhungdiesesParameters.Die starken Un-
terschiededesmaximalenFehlerszwischenTrainings- und Testdatensind bedingt
durch die gröÿere Anzahl an Ausreiÿern bei den Trainingsdaten.

Ein weitererwichtiger Parameterist die Anzahl der NeuronendesNG, welcher im konkre-

ten Anwendungsfalleine nicht geringeBedeutungzukommt. Da die Anzahl der Neuronen

gleich der Anzahl der Bins in denHistogrammendesdynamischenViewsist, ändert sich mit

ihr maÿgeblich der Speicher- und Rechenzeitbedarf für die AnwendungdesViews. Deshalb

soll der Ein�uss der Neuronenanzahlauf das Clusterergebnisnäher betrachtet werden. In

Tabelle 5.3 und im Anhang A in Abb. A.1 wird deutlich, dassder Fehler allgemein mit

steigenderNeuronenanzahlwie zu erwarten stets weiter sinkt. Dennoch darf die Neuronen-

anzahl wegender Anwendungmit den Histogrammennicht zu hoch gewählt sein,da diese

sonstzu groÿ werden.Deshalbwurde auf eineAnalyseüber 80 Neuronenhinausverzichtet,

da eineAnzahl von 80Histogramm-Binsbereitssehrhoch erscheint. Die niedrigerenFehler-

werte (v. a. beim maximalen Fehler) auf den Testdatenliegenvermutlich darin begründet,

dassdie Trainingsdaten wesentlich mehr Datenpunkte im Randbereich der Punktewolke

(Ausreiÿer) enthalten, welche durch dasNG als statistischen Clusterer schlechter repräsen-

tiert werden.

Für die Experimente zum dynamischen View müssenzwar neueClusterer trainiert wer-

den, da dieseVersuche in einer anderenUmgebung(Fachgebiet Neuroinformatik) statt�n-

den, jedoch sind aus den hier beschriebenen Ergebnissenerste Ansätze für die Parame-

terwahl gescha�en. Lernrate und Lernradius sind dabei weniger kritisch bei der Auswahl,
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Anzahl der Neuronen Fehler auf Trainingsdaten Fehler auf Testdaten
mittlerer maximaler mittlerer maximaler

30 0,0319 0,274 0,0285 0,074
40 0,0293 0,258 0,0264 0,076
60 0,0257 0,242 0,0237 0,065
80 0,0232 0,235 0,0208 0,065

Tabelle 5.3.: FehlerdesNG bzgl.Neuronenanzahlam BeispieleinesNG mit einer Lernrate
von 0,8 und einemLernradiusvon 10 (Discount jeweils0,9999).Mit höherer
Neuronenzahlsinken alle Fehlerwertedeutlich. Die höheren Fehlerwerteauf
denTrainingsdatenentstehendurch die gröÿere Anzahlan Ausreiÿern in den
Trainingsdaten.

wobei die Lernrate sich im Bereich um 0; 8 bewegensollte. Eine steigendeNeuronenan-

zahl zeigt hingegeneinenstarken, positiven Ein�uss auf die Fehlerwerte. Hier mussjedoch

darauf geachtet werden,dassdie Neuronenanzahlfür die Histogrammenicht zu groÿ wird.

Die richtige Wahl diesesParameterskann nur im Zusammenspielmit den Histogrammen

desdynamischen Views getro�en werden,da erst dort die tatsächlichen Auswirkungender

Neuronenanzahldeutlich werden.Aus diesemGrund sollenfür den dynamischen View Ex-

perimente mit verschiedenenNeuronenanzahlendurchgeführt werden.

Das NG soll für die Experimente in Abschnitt 5.2 genutzt und getestetwerden, jedoch

mussan dieserStelle bemerkt werden,dassstatistische Verfahrenbei diesemClusterungs-

problem den Nachteil besitzen, Ausreiÿer und nur mit wenigen Datenpunkten besetzte

Randgebieteschlecht zu repräsentieren. Doch geradedieseAusreiÿer können, wie bereits

erwähnt, in diesemkonkreten Anwendungsfallselteneund damit wichtige, da eindeutige,

Merkmalsausprägungeneiner Umgebungsein.Mit FuzzyART-Netzwerken soll im nächsten

Abschnitt ein Verfahrengetestetwerden,welchesdiesesProblem lösenkann.

5.1.4. Experimente zum Einsatz von FuzzyART

Da statistische Clusterer dazu neigen,Ausreiÿer im Datenaufkommenzu vernachlässigen,

soll mit FuzzyART-Netzwerken hier ein ganzandererAnsatz getestetund für den Einsatz

mit dem dynamischen View evaluiert werden.Eine Eigenschaft desFuzzyART ist sein in-

krementeller Charakter; über die Vigilance wird die maximale Gröÿe desEinzugsbereiches

einesNeuronsfestlegt. Während der LernphasedesClustererswerden dann so viele Neu-

ronen eingefügt,wie benötigt werden,um mit der gegebenenVigilance die Inputdaten zu

repräsentieren. Bevor jedoch die Entscheidungüber geeigneteParameterfür dasFuzzyART-

Netz getro�en werdenkann, ist zunächst zu klären, welche Spielart desFuzzyART-Netzes

Anwendung �nden soll. So besteht die Möglichkeit, das Standard-FuzzyART-Netz nach
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Carpenter u. a. [1991] zu verwendenoder die Modi�k ationen desFuzzyART nach Scheidig

[2003] hinzuzunehmen.Hierfür ist esnötig, die Problemeder einzelnenVarianten und die

Anforderungender Aufgabe zu betrachten.
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(c) Zu kleine Bereiche
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(d) Zu viele Bereiche und Überlappungen

Abb. 5.3: Problemebei der ClusterungdesRGB-Feature-Raumesmit Standard-FuzzyART-
Netzen. Zu weit in eine Dimension ausgedehnte Cluster-Bereiche (a)/(b) als
auch zu kleine Bereiche (c) führen zu ungenauerund fehlerbehafteter Reprä-
sentation der Daten. Überlappungen(d) führen zu einer stark erhöhten An-
zahlan Clusterbereichenbzw.Neuronen, wasbeim Einsatz mit den BM-Neuron-
Histogrammennicht erwünschtist.

Wünschenswert ist eineClusterung, die disjunkte Bereiche liefert, da dieszu einer gerin-

gerenAnzahl an Neuronenführt, was für die Histogrammedesdynamischen Views wichtig

ist. Weiterhin sollte der durch ein Neuron abgedeckte Bereich nicht zu groÿ werden, da

sonstder Clusterfehleransteigt; gleichesgilt für den Abstand zwischen den Neuronen.Das

Standard-FuzzyART bietet zwar die Möglichkeit über die Vigilance die maximale Gröÿe

einesNeuronenbereichesfestzulegen,jedoch ist esnicht möglich einenminimalen Abstand

zwischenzwei Bereichenfestzulegen.Diesführt u. U. zu starkenÜberlappungender Bereiche

untereinanderund damit zum Anstieg der nötigen Neuronenanzahl.Ein weiteresProblem
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desStandard-FuzzyART ist die Tatsache,dassdie Vigilance zwar die GröÿeeinesBereiches

beschränkt, jedoch nicht verhindert, dasssich Bereiche in eine Dimensionextrem ausbrei-

ten. Dieskann ebenfallszu einemAnstieg desClusterfehlersführen. Ein hoherClusterfehler

bedeutet jedoch Fehlklassi�kationen der Daten, was sich für den Einsatz im dynamischen

View negativ auswirkt, da in den Histogrammenfalsche Merkmalsklassenaktiviert werden.

Damit sind drei mögliche Problemebei der VerwendungeinesFuzzyART-Netz identi�ziert;

in Abb. 5.3 werdendieseveranschaulicht. Die Clusterung desRGB-Feature-Raumesunter-

liegt in der Abbildung folgendenProblemen:

� zu starke Ausdehnung einzelnerBereiche in eineRichtung (Abb. 5.3(a)/ 5.3(b))

� zu kleine Bereiche (Abb. 5.3(c))

� zu viele Überlappungenbei zu vielen Bereichen (Abb. 5.3(d))

Wegender genannten Problemeist essinnvoll, dasmodi�zierte FuzzyART nach Scheidig

[2003] für die vorliegendeClusteraufgabe heranzuziehen.Neben der Vigilance � kommen

dann noch zwei weitere Parameter hinzu: die Einfügedistanz d für neue Neuronen und

die maximal erlaubte Ausdehnung einesBereichespro Dimension. Letztere, im folgenden

Beschränkungsfaktor genannt, ist von der Vigilance abhängig.So bedeutet ein Beschrän-

kungsfaktor von 2, dassein Bereich in eineDimensionnicht gröÿerals 2(1� � ) werdendarf.

Tabelle 5.4 fasst verschiedenegetesteteAspekte bei der Parameterwahl zusammen.So

ist die Anzahl der Neuronenbeim Standard-FuzzyART sehrhoch, die Fehleraber natürlich

auch entsprechendklein. Die Anzahl der Überlappungender Neuronenbereiche spricht aber

dafür, dasshier u. U. auch einegeringereAnzahl an Neuronenzum Ziel führen würde, was

im Sinne der BM-Histogramme wünschenswert ist. Die Ergebnissedesmodi�zierten Fuz-

zyART bestätigendieseVermutung, denn auch mit der halben Anzahl an Neuronensind

hier annähernddie FehlerquotendesStandard-FuzzyART zu erreichen. Mit sinkenderEin-

fügedistanzist beim modi�zierten FuzzyART ein SinkendesFehlersaber auch ein Ansteigen

der Neuronenanzahlund Überlappungenzu beobachten (vgl. auch Anhang B, Tabelle B.1).

Dies ist der Tatsache geschuldet, dassbei geringererEinfügedistanz die Neuronennäher

beieinanderliegen.

Im Vergleich mit dem NG zeigt sich aber, dassbereits bei einer Neuronenanzahlvon 24

der maximale Fehler deutlich unter dem desNG mit 30 Neuronenliegt. Hier kommt dem

FuzzyART seineEigenschaft zugute,auch seltenodernur einmalauftauchendeDatenpunkte

in die Clusterung einzubeziehen.Dabei ist der Fehler und die Neuronenanzahlmaÿgeblich

von den Parametern Vigilance � und Einfügedistanzd sowie deren Verhältnis zueinander
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d/s N O E
Std.FuzzyART - 346 186 0,024(0,06), 0,024(0,05)
mod.FuzzyART 0,100/ 2(1-� ) 9 0 0,079(0,24), 0,074(0,15)

0,050/ 2(1-� ) 23 0 0,049(0,15), 0,052(0,12)
0,010/ 2(1-� ) 155 29 0,028(0,08), 0,028(0,06)
0,005/ 2(1-� ) 220 90 0,025(0,08), 0,025(0,05)
0,10 / (1-� ) 9 0 0,071(0,23), 0,067(0,16)
0,050/ (1-� ) 24 0 0,051(0,15), 0,051(0,09)
0,010/ (1-� ) 153 45 0,025(0,06), 0,024(0,05)
0,005/ (1-� ) 231 110 0,023(0,07), 0,023(0,04)

Tabelle 5.4.: VergleichzwischenStandard- und modi�ziertem FuzzyART.
� Vigilance(� )=0,95
� Neuronenanzahl(N)
� Anzahl der Überlappungen(O)
� Einfügedistanz/max. Ausdehnungpro Dimension (d/s)
� mittlerer(max.)Trainingsfehler,mittlerer(max.)Testfehler(E)
Es wird deutlich, dassdasmodi�zierte FuzzyART � bei geeigneterWahl sei-
ner beiden zusätzlichenParameter d und s � mit wesentlichwenigerNeuro-
nen ähnlich geringeFehlerwerteliefert wie dasStandard-FuzzyART.

abhängig (vgl. Anhang B, Tabelle B.2). Als ein recht günstigesVerhältnis dieser beiden

Parameter bei einem Beschränkungsfaktor von 1; 0 erwies sich (1 � � )=d = 2; 0. Damit

wird sichergestellt, dassdie Neuronennicht zu nahe beieinanderliegen oder sich zu viele

überlappen, jedoch auch der Merkmalsraum durch relativ kleine Neuronenabständegut

abgedeckt ist.
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Für die Versuche zum dynamischen View wurden Vigilance und Einfügedistanzzum Teil

entsprechend des soeben als günstig beschriebenen Verhältnisseszueinandergewählt. Da

beideParameterdie NeuronanzahldesFuzzyART-Netzesbestimmen,wurdenüber verschie-

deneParameterwerte FuzzyART-Netze mit Neuronanzahlenzwischen 6 und 30 generiert,

um auch hier, ähnlich wie beim NG, Rückschlüsseauf denEin�uss der Neuronenanzahlzie-

henzu können.Die Parameterwahl für die Experimente zum dynamischenView erfolgt also

auch hier anhand der Ergebnisseaus diesemAbschnitt, jedoch mussauch das FuzzyART

auf den Daten aus der Einsatzumgebungtrainiert werden. Für die weiteren Experimente

ist dies das Fachgebiet Neuroinformatik. Für die Baumarktumgebungzeigt Abb. 5.4 eine

geeigneteClusterung desRGB-Raumes,wie sie in diesemAbschnitt entstanden ist.
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Abb. 5.4: Gute Clusterung des RGB-Feature-Raumes(Datensatz baumarkt1) durch Fuz-
zyART mit Vigilance � = 0; 94 und einer Einfügedistanz d = 0; 03, der Be-
schränkungsfaktorfür die Ausdehnungder Bereicheentlangeiner Dimension ist
1,0.

Versuche mit dem TPC-F eature

Bisher beschränkten sich alle Experimente zu Clusterern auf den Einsatz zusammenmit

demMerkmal desRGB-Features.Da geradedasFuzzyART gut geeigneterscheint, soll hier

ein ersterVersuch zum Einsatz mit demTPC-Featuredargelegtwerden.Beim TPC-Feature

handelt essich um ein histogrammbasiertesMerkmal, welchesdie Häu�gk eiten der auftre-

tendenFarbwinkel für alle Bildpunkte (im HSV-Farbraum) bestimmt (sieheAbschnitt 2.3).

Auch für diesenTest wurde dasmodi�zierte FuzzyART nach Scheidig [2003] genutzt. Die

gewählten Parameterwurdenähnlich denender Testszum RGB-Featuregewählt: Beschrän-

kungsfaktor = 1; 0, Vigilance � = 0; 95 und Einfügedistanzd = 0; 05. Damit ergabsich auf

einem Trainingsdatensatzaus den HistogrammendesTPC-Featureseine Neuronenanzahl
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Merkmals-Klassen

a b c

Abb. 5.5: Beispiel für die Einordnung verschiedener TPC-Histogramme in Klassen a-c,
welchedurch ein FuzzyART-Netz generiert wurden. FormähnlicheHistogramme
fallen dabei in gleichKlassen.AusführlichesBeispiel sieheAnhangAbb.A.2.

von 9. Für die Visualisierung ist dieseNeuronenanzahlausreichend, für einen tatsächli-

chen Einsatz der Clusterung in diesemhochdimensionalenRaum ist es jedoch sinnvoll die

Parameter so anzupassen,dasssich eine höhereNeuronenanzahlund damit eine bessere

Clusterung ergibt. Einen Ausschnitt aus der Klasseneinteilung durch das FuzzyART zeigt

Abb. 5.5. Deutlich wird hier, dassformähnliche TPC-HistogrammeeinerKlassezugeordnet

werden.

Alle folgendenExperimente wurden zwar mit Clusterern für das RGB-Feature durchge-

führt, doch zeigt dasFuzzyART an dieserStelle einenvielversprechendenAnsatz bzgl. der

ClusterungdeshochdimensionalenTPC-Features.Ähnliche Ergebnissewären hier auch für

das MPC-Feature zu erwarten. Damit ist auch für die restlichen, meist histogrammbasier-

ten Merkmale aus dem bisherigenSystem oder auch für andere Bildmerkmale (z. 
B. aus

Kantendetektion oder Texturanalyse)ein Ansatz für derenNutzung mit dem dynamischen

View gescha�en.
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5.2. Experimente in veränderlicher Umw elt bei

stehendem Roboter

Die bisherigen Experimente dienten zur Auswahl geeigneterClusterer für den Einsatz

im dynamischen View. Diese Clusterer werden sowohl für die Erstellung der Referenz-

Histogramme des Views also auch für die Beschreibung der aktuellen Beobachtung be-

nötigt. Für letztere Aufgabe ist es notwendig, dass der Clusterer für jedes Bildsegment

dasentsprechendeBM-Neuron liefert. Dieseskann dann mit einemgespeicherten Referenz-

View verglichen werden, indem pro Segment ermittelt wird, wie gut das BM-Neuron in

das Referenz-HistogrammdeszugehörigenSegmentes passt (sieheAbschnitt 4.3, Seite36).

Für die Erstellung der Referenz-Histogrammemuss der Clusterer jedoch nicht nur das

BM-Neuron sondernauch die Abständealler Neuronenzum Input liefern, da nicht nur das

BM-Neuron sondernauch dessenNachbarn zum Histogrammbeitragen,(vgl. Abschnitt 4.3,

Formel4.2) um die ReferenzhistogrammegegenkleineVeränderungender Umgebungrobust

zu machen.

Der Vergleich von aktueller Beobachtung und Referenz-Viewist bei der Selbstlokalisati-

on mit Hilfe der MCL sehr häu�g nötig, da dort alle Samples(enthalten Referenz-Views)

auf ihre Ähnlichkeit mit der aktuellen Beobachtung desRoboters getestetwerdenmüssen.

Die Verteilung der Samplesführt letztendlich zu einer Wahrscheinlichkeitsaussageüber die

aktuelle Position. Eine Eigenschaft dieserArt der Selbstlokalisation ist demnach, dassdas

Wissenüber die aktuelle Position desRoboters stets mit einer gewissenUnsicherheit ver-

bunden ist. Eine Aktualisierung des Umgebungsmodells sollte jedoch nur dann erfolgen,

wenn dieseUnsicherheit sehr klein ist und damit die Gefahr, die Aktualisierung an der

falschen Position durchzuführen, gering ist. Wie diesesProblem gelöst werden kann, soll

später diskutiert werden(Abschnitt 6.2). Um jedoch zunächst die prinzipielle Eignung des

entwickelten Modells für dasUmgebungsmodell und dessenAktualisierung zu testen, wird

davon ausgegangen,dassdie aktuelle Position hinreichend sicher bekannt ist und bei Ver-

änderungendie Aktualisierung erfolgenkann. Hierzu sollen drei Experimente die nötigen

Ergebnisseliefern. DieseVersuche erfolgtenmit einer transportablen Omnikameraund dem

Roboter PERSESim Fachgebiet Neuroinformatik und sollen im Anschlussan die folgende

Übersicht beschrieben werden.
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Experimente zum dynamischen View
bei stehendem Roboter

Verdeckungs-
experiment

Langzeit-
experiment

1-aus-N-Lokalisation

Interne Struktur
des dynamischen
Views

Vergleich von
dynamischem
und statischem
View

Einfluss der Gauss-
Funktion beim
Histogramm-Update

Einfuss des
Discountfaktors

Einfluss der
Update-Schwelle

Lokalisation mit
dem dyn. View

Einfluss des Gauss-
Fkt.-Parameters

Einfluss der
Update-Schwelle

Einfluss der Neuronen-
anzahl des Clusterers

max

Beta

Verdeckungsexperiment Für diesenVersuch wurde eine Verdeckung einesBereichesder

Umgebungausdrei verschiedenenAbständenaufgenommen(sieheAbb. 5.6). Mit klei-

ner werdendemAbstand zwischenKamera und Verdeckung erhöht sich der Anteil der

Verdeckung im Bild; damit steigt der Ein�uss dieserbei Bildvergleichen. Die Verde-

ckung selbst existiert bei diesemVersuch in drei Ausprägungen:keine Verdeckung,

rote Verdeckung und schwarzeVerdeckung. Ziel diesesExperimentes ist es,den Ein-

�uss der Verdeckung auf den dynamischen View, auch im Vergleich zum statischen

View anhand des RGB-Feature, zu ermitteln und einen Eindruck über die interne

Struktur der Referenz-Histogrammezu erhalten.

Langzeitexp eriment Über einen Tag-Nacht-Zyklus wurde in einem Raum mit starkem

Tageslichteinfall (sieheAbb. 5.6) eineReihevon Bildern in Abständenvon 30Minuten

aufgenommen.DiesekontinuierlicheVeränderungder Umgebungsoll deutlich machen,

wie gut esdemdynamischenView gelingt, sich diesenVeränderungenanzupassenund

welche Wirkung einzelneParameterdesViews haben. Auch hier erfolgt der Vergleich

mit der Performanzdesstatischen Views.

1-aus-N-Lok alisation An 6 Positionenim FachgebietNeuroinformatik wurden bei diesem

Versuch Bilder aufgenommen.Dabei wurdenan einigenStellenmehrereZuständedie-

serPosition simuliert, indem die Umgebungdurch Verdeckungenmanipuliert wurde.

DiesesExperiment soll zeigen,inwiefernder dynamische View besserals der statische

in der Lage ist, in einer solchen Umgebungeine zuverlässigeLokalisation vorzuneh-

men. Des Weiteren liefert diesesExperiment Ergebnissezum Ein�uss verschiedener

Parameter.
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Abb. 5.6: Kamerapositionen für dasVerdeckungs-und dasLangzeitexperiment

Verwendete Clusterer für den dynamischen View

Für den Einsatz des dynamischen Views sind bereits trainierte Clusterer nötig, welche

jeweils dasBM-Neuron und die Distanzenaller Neuronenzum Input für die Erstellung und

den Vergleich der Referenz-Histogrammeliefern. Für dasTraining dieserClusterer standen

zwei Datensätzezur Verfügung:

experiment1 490Bilder mit je 10Segmenten ausdemVerdeckungsexperiment (FG Neuro-

informatik), dem Langzeit-Experiment (FG Neuroinformatik) und zusätzlich zufällig

gewählte ausdem Baumarkt, damit 4900Datenpunkte

experiment2 794 Bilder aus dem Lokalisationsexperiment und dem Datensatz experi-

ment1, damit 7940Datenpunkte

Die Parameter der Clusterer wurden anhand der Testsaus Abschnitt 5.1 gewählt; bei der

Wahl der konkretenClusterer für die folgendenExperimente wurden die Clusterfehlernach

dem Training zu Rate gezogen.Dies soll hier nicht näher betrachtet werden, da es den

Versuchen aus Abschnitt 5.1 sehrnahekommt; stattdessensoll hier kurz auf die einzelnen

Parameter der Clusterer eingegangenwerden. Für das modi�zierte FuzzyART wurde ein

Beschränkungsfaktor von 1,0 gewählt. Vigilance � und Einfügedistanzd wurden entspre-

chendeder Ergebnisseaus Abschnitt 5.1 gewählt. Dabei wurde darauf geachtet, dasssich

FuzzyART-Netze mit verschiedenenNeuronenanzahlenergeben. Für das NG wurde eine

hoheLernrate gewählt, da diesesich in den Vorexperimenten als vorteilhaft erwies.Sowohl

beim NG als auch beim FuzzyART werdenVarianten mit verschiedenenNeuronenanzahlen

eingesetzt,um denEin�uss dieserzu erfassen.Auf denEinsatz der Kohonen-Kettehingegen

wurde gänzlich verzichtet, da dieseauf Grund der schlechten Clusterung desMerkmalsrau-

mesnicht geeignetscheint. Damit stehenfür die folgendenVersuchedasNeuronaleGasund

dasFuzzyART in folgendenAusprägungenzur Verfügung:
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Clusterer für Verdeckungs- und Langzeit-Exp eriment

(Training auf Datensatzexperiment1)

� FuzzyART, 25 Neuronen,Vigilance 0; 95, Distanz 0; 025

� NG, 30 Neuronen,Lernrate 0; 9 (Discount 0; 999), Lernradius 6; 0 (0; 999)

Clusterer für die 1-aus-N-Lok alisation

(Training auf Datensatzexperiment2)

Bei diesemExperiment kommenmehrereNetze zum Einsatz, um den Ein�uss der Neuro-

nenanzahlerfassenzu können.

� FuzzyART, 6 Neuronen, Vigilance 0; 95, Distanz 0,1

� FuzzyART, 12 Neuronen,Vigilance 0; 95, Distanz 0; 05

� FuzzyART, 20 Neuronen,Vigilance 0; 94, Distanz 0; 03

� FuzzyART, 28 Neuronen,Vigilance 0; 95, Distanz 0; 025

� NG, 25 Neuronen,Lernrate 0; 8 (Discount 0; 999), Lernradius 6; 0 (0; 999)

� NG, 30 Neuronen,Lernrate 0; 9 (Discount 0; 999), Lernradius 6; 0 (0; 999)

� NG, 40 Neuronen,Lernrate 0; 8 (Discount 0; 999), Lernradius 6; 0 (0; 999)

� NG, 60 Neuronen,Lernrate 0; 8 (Discount 0; 999), Lernradius 10; 0 (0; 999)

5.2.1. Experimente mit Verdeckungen

Ein Ziel des Verdeckungsexperimentes ist es, den statischen und den dynamischen View

miteinander zu vergleichen. Zu diesemZweck wurde die Situation einer Lokalisation zu-

mindest insofernsimuliert, dasseineaktuelle Beobachtung mit einembereits vorhandenen

Referenz-Viewverglichenwurde. Im erstenVersuch soll der Referenz-Viewauch bei der dy-

namischen Variante nur anhand eineseinzelnenBildes erzeugtwerden,um dasprinzipielle

Verhalten desdynamischen Views dem desstatischen gegenüberstellenzu können.

Wie bereitserwähnt fandendie Verdeckungsexperimente an drei verschiedenenPositionen

und mit dreierleiVerdeckungsoptionenstatt. Pro Position und Verdeckung wurden mehrere

Bilder aufgenommen,die sich jeweils untereinanderkaum unterscheiden.Damit entstanden

neun verschiedeneBildserien, die sich am bestendurch je ein Beispielbild wie in Abb. 5.5

darstellen lassen.Für jede der drei Positionen wurde der Grad der Verdeckung in Prozent

und für jedesBild der mittlere RGB-Vektor für alle Pixel im Bereich der Verdeckung ange-

geben. Aus diesenWerten lässt sich ein Maÿ für die Unterschiedlichkeit zweier Bilder der

gleichen Position aber unterschiedlicher Verdeckung errechnen. Für den Bereich der Ver-

deckung wird dabei der Farbabstand1 der beiden mittleren RGB-Vektoren errechnet. Der
1Euklidische Distanz im RGB-Raum
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V1
Verdeckung 5%

(0; 577;0; 525;0; 464) (0; 103;0; 115;0; 122) (0; 467;0; 117;0; 111)

V2
Verdeckung 10%

(0; 535;0; 491;0; 445) (0; 061;0; 078;0; 088) (0; 420;0; 101;0; 097)

V3
Verdeckung 25%

(0; 507;0; 476;0; 443) (0; 055;0; 074;0; 087) (0; 395;0; 097;0; 093)

Tabelle 5.5.: Verdeckungsbilder.Es ist je ein Beispielbild aus jeder der 9 Bildserien zu
sehen.Für jededer Positionen V1, V2 und V3 wurdedie Umgebungmit drei
verschiedenenAusprägungender Verdeckungaufgenommen.Der prozentuale
Anteil der Verdeckungam Bild nimmt mit der Nähezur Verdeckungzu. Für
jedesBild ist der mittlere RGB-Vektor der Verdeckungangegeben.

Bereich, der nicht von der Verdeckung betro�en ist, geht mit einem Farbabstand von 0,0

in dieseBerechnung ein. Die beiden Farbabständewerden anhand des Prozentsatzesder

Verdeckung miteinander verrechnet. So ergibt sich ein rechnerischer Bildunterschied, der

keineHelligkeitsschwankungenoder sich bewegendePersonenmit einbezieht, der jedoch in

etwa dem tatsächlichen Bildunterschied entsprechen wird.

In einemerstenVersuch soll dasVerhaltendesstatischenund desdynamischenViewsbei

statischer Umgebungbetrachtet werden. Dazu wurden neun Referenz-Viewsaus je einem

Bild der neun Bildserien erzeugt, d. h. auch der dynamische View repräsentiert hier nur

einen Zustand der Umgebung. Tabelle 5.6 zeigt einige Ergebnisseder Bildvergleiche an

den drei Positionen. Der errechnete Bildunterschied wurde in die Tabelle mit einbezogen.

Deutlich wird, dassder dynamischeView auf geringeUnterschiedevon unter 10%wesentlich
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stärker reagiert; bereits bei einem Bildunterschied von 5; 3% ist mit Ähnlichkeitswerten

von 0; 919 und 0; 791 ein deutlicher Unterschied zwischen statischem und dynamischem

View zu erkennen.Erst bei gröÿerenBildunterschiedennähern sich die durch beide View-

Typen ermittelten Ähnlichkeiten wieder einander an. Hier zeigt sich bereits die höhere

Emp�ndlic hkeit des dynamischen Views gegenüber geringenVeränderungen,was auf die

Clusterung zurückzuführen ist.

Position Bildervergleich Bildunterschied Ähnlichkeit nach
stat. View dyn. View

V3 keine � schwarz 17,6% 0,574 0,633
V3 keine � rot 13,2% 0,755 0,629
V3 rot � schwarz 8,5% 0,946 0,759
V2 keine � rot 5,3% 0,919 0,791
V1 keine � rot 2,8% 0,978 0,905

Tabelle 5.6.: Ähnlichkeitenje zweierVerdeckungsbilderanhanddesstatischenund desdy-
namischenViews (mit FuzzyART). Sowohldemstatischenals auchdemdy-
namischenView standnur ein Referenzbildeiner Ausprägungder Umgebung
zur Verfügung.Es ist zu erkennen,dassder dynamischeView emp�ndlicher
auf Veränderungenreagiert als der statischeView, da er bei groÿem Bildun-
terschied eine deutlich niedrigere Ähnlichkeit liefert.

Bei einemweiteren Versuch soll der dynamische View vor dem Vergleich aus einer gan-

zenBildserie mit verschiedenenAusprägungender Umwelt erstellt werdenund kann somit

mehrereZuständerepräsentieren. Der statische View hingegenkann prinzipbedingt weiter-

hin nur aus einemReferenzbilderstellt werdenund steht damit nur für einenZustand der

Umgebung.Es soll geprüft werden,ob die Repräsentation mehrererZuständeVorteile für

den dynamischen View bringt. Eine Bildserie für die Generierungeinesdynamischen Views

besteht dabei stets ausBildern einerder PositionenV1, V2 oder V3, welche jedoch die drei

möglichen Zuständeder Verdeckung (rot, schwarz, keine) enthält. Für den simulierten Ver-

gleich einer aktuellen Beobachtung mit einem gespeicherten Referenz-Viewwurde jeweils

ein Bild der entsprechendenPosition den Referenz-Viewsgegenübergestellt. Zu erwarten

ist, dassvor allem bei einer groÿen Verdeckung (Position V3) der statische View nicht in

der Lage ist, die aktuelle Beobachtung (Vergleichsbild) als passendzu erkennenund mit

einer hohen Ähnlichkeit zu versehen.Dem dynamischen View hingegensollte es möglich

sein,unabhängigvom präsentierten Vergleichsbild an der entsprechendenPosition stets ei-

ne hoheÄhnlichkeit mit demReferenz-Viewzu erreichen,da der dynamische View mehrere

Zuständerepräsentieren kann.

Tabelle B.3 im Anhang B zeigt die Ergebnissemehrerer solcher Vergleiche jeweils für

den dynamischen (NG und FuzzyART) und den statischen View. In jedem Vergleichsfall
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erzielt der dynamische View einen hohenÄhnlichkeitswert; damit ist klar, dassder dyna-

mische View (sowohl mit FuzzyART, als auch mit NG) die drei verschiedenenZustände

der Verdeckung repräsentieren kann. Der statische View hingegenist lediglich bei kleiner

Verdeckung in der Lageauch nicht repräsentierte Zuständemit einer hohenÄhnlichkeit zu

versehen.Am deutlichsten tritt das Problem desstatischen Views bei groÿer Verdeckung

(Position V3) hervor (Tabelle5.7); esist dem statischem View für die schwarzeVerdeckung

z.B. nicht möglich an dieserPosition eineaktuelle Beobachtung ohneVerdeckung zu reprä-

sentieren und einehoheÄhnlichkeit zu liefern.

Vergleichsbild dynamischerReferenz-View statischerReferenz-View
(aktuelle Beobachtung) mit FuzzyART mit NG Referenzbild

rot schwarz keine
rot 0,9843 0,9775 0,9999 0,9417 0,7308
schwarz 0,9852 0,9911 0,9417 0,9998 0,5527
keine 0,9733 0,9981 0,7390 0,5442 0,9999

Tabelle 5.7.: Ähnlichkeiten je zweier Verdeckungsbilderanhand verschiedener Views an
Position V3. Der dynamischeView beinhaltet alle drei Ausprägungender
Umwelt, der statischeView prinzipbedingt nur eine. DeshalbwurdezumVer-
gleich für jede Ausprägung (R, S, O) jeweils ein statischer View erstellt.
Deutlich wird, dass der dynamischeView stets eine hohe Ähnlichkeit lie-
fert, wohingegendem statischenView dies nur möglich ist, wenn dieser das
entsprechendeReferenzbildenthält.

In Tabelle B.4 im Anhang B kommt neben zusätzlichen Versuchsergebnissennoch ein

weiterer Aspekt zur Geltung, nämlich wie die verschiedenenViews auf Positionsänderung

reagieren.Informationen dazu liefern die Versuche, welche den gleichen Zustand der Ver-

deckung im Referenz-Viewund im Vergleichsbild haben, dies jedoch für verschiedenePo-

sitionen vergleichen. Wurde der Referenz-Viewz.B. über der Bildserie rote Verdeckung an

Position V1 erstellt und mit Bildern aus der SerieRot V2 oder V3 verglichen, zeigt sich

sowohl beim statischen als auch beim dynamischen View ein Abfall der Ähnlichkeit, wobei

dieserbei letzteremdeutlich stärker ausfällt. Auch an dieserStelle ist alsowiederfestzustel-

len, dassder dynamische View stärker auf Veränderungenreagiert als der statische View,

wobei hier die Veränderungendurch Positionsänderunggegeben sind. Für die Lokalisati-

on kann dies von Vorteil sein, da so Positionen besservoneinanderunterschieden werden

können.
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Die interne Struktur der Referenz-Histogramme

Ein weiteresAnliegen des Verdeckungsexperimentes war es, die interne Struktur des dy-

namischen Views nach dem Aufbau der Referenz-Histogrammeaufzuzeigen.Hierfür sollen

Beispielean Position V3 gewählt werden, da hier Veränderungendurch die Verdeckung

am au�älligsten sind und somit eine Darstellung relevanter Aspekte einfacher wird. Zur

besserenDarstellung wurde hier weiterhin ein FuzzyART mit nur 11 Neuronenals Clus-

terer verwendet. Um einen Eindruck vom Ein�uss der Verdeckung auf die Segmente des

Omnibildes zu erhalten, zeigt Abb. 5.7 zunächst die Einteilung sowie die Nummerierung

der Segmente am Beispiel der roten Verdeckung. Die hauptsächlich betro�enen Segmente

sind eins,zwei und zehn; für alle anderenSegmente bleibt die Umgebungbei Veränderung

der Verdeckung bis auf Kleinigkeiten gleich. Wird nun für jedeAusprägungder Verdeckung

(ohne, rot, schwarz) ein Referenz-Viewerstellt, ist zu erwarten, dassdiesedrei Views sich

den Segmenten drei bis neun sehrähnlich sind, sich jedoch in den drei von der Verdeckung

betro�enen Segmenten unterscheiden.

Abb. 5.7: SegmenteinteilungeinesOmnibildesan Position V3 bei roter Verdeckung

Abb. 5.8 zeigt die Views für die drei verschiedenenAusprägungender Verdeckung, wo-

bei hier die normierte Variante der Histogramme(maximaler Bin = 1,0) gewählt wurde,

wie sie auch zum Vergleich verwendet wird. Wie erwartet ergeben sich für die Segmen-

te drei bis neun starke Ähnlichkeiten in der Ausprägung der Referenz-Histogramme.Am

deutlichsten wird diesbei den Histogrammender Segmente drei bis sieben, welche für alle

drei Views nahezugleich sind. Segment acht hingegenzeigt eine weitere Eigenschaft des

dynamischenViews:ein Segment kann nicht nur durch ein sonderndurch mehrerepassende

BM-Neuronen repräsentiert werden.Die Neuronen3, 5 und 7 sind o�enbar im Merkmals-

raum benachbart und in Segment acht desöfteren BM-Neuron oder in dessenNähe.Durch

kleine Schwankungender Beobachtungen (z.B. durch sich bewegendePersonen),die zur
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Abb. 5.8: Normierte Referenz-Histogramme dreier dynamischer Views mit Discount
� = 0,9; � = 0,15; max = 0,2; FuzzyART mit 11 Neuronen bzw. 11 Bins pro
Histogramm. Die drei Views entstandenaus Bildserien an der Position V3; je
einesohne,mit schwarzerund mit roter Verdeckung(v. l. n. r.). Farbig hinterlegt
sind die von der Verdeckung betro�enen Segmente.Für dieseSegmenteunter-
scheidensich die Histogrammeder Views untereinander stark.

Erstellung der Histogrammegenutzt wurden, kommt es dazu, dasssich die Histogramme

für diesesSegment nicht in allen drei Views komplett gleichen. Betrachtet man jedoch die

dominanten Bins (bzw. Neuronen)dieserHistogramme,ist auch hier die Ähnlichkeit zwi-

schen den Views gegeben. Starke Unterschiede zwischen den drei Views sind nur bei den

Segmenten eins,zwei und zehnerkennbar. In den komplett von der Verdeckung betro�enen

Segmenten eins und zehn zeigt sich deutlich der Unterschied: für die rote Verdeckung ist

Neuron/Bin 10 zuständig,wohingegendie schwarzeVerdeckung durch Neuron 9 (und teils

auch durch das im Merkmalsraum vermutlich benachbarte Neuron 4) repräsentiert wird

wird. Damit unterscheidensich die beidenViews mit Verdeckung sowohl untereinanderals

auch gegenüber dem View ohneVerdeckung deutlich.
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Zusammenfassung Verdeckungsexperiment

Das Verdeckungsexperiment hat gezeigtwie sich der neu entwickelte dynamische View in-

tern und im Vergleich zum bisherigenstatischenView verhält. Soreagiertesdeutlich stärker

auf Veränderungender Umwelt, waszu einemgewissenGrad der Clusterunggeschuldet ist.

Wird nämlich bei einerVeränderungder Umwelt ein Nachbarneurondessonstmeistgenutz-

ten Neuronsverwendet,soerzielt dieszwar noch hoheWerte für die Ähnlichkeit, doch liegt

diesefür gewöhnlich unter der Ähnlichkeit, die beim Vergleich zweier RGB-Vektoren (sta-

tischer View mit RGB-Feature) berechnet wird. Insofern kann ein Vergleich desstatischen

mit dem dynamischen View nicht anhandabsoluterWerte erfolgen,sondernmussmit Hin-

blick auf die Eigenschaften desjeweiligenViews bewertet werden.Damit kann die Aussage

getro�en werden,dasssich die Verhaltensweisendesdynamischen und statischen Views für

geringeVeränderung(Personenbewegungen,Helligkeitsschwankungen)in einer sonststati-

schen Umgebungsehr ähnlich sind. Mit zunehmenderVeränderungunterscheidensich die

bei beiden View-Typen, sowohl für lokale Änderungenals auch bei Veränderungendurch

Positionswechsel.Die höhereEmp�ndlic hkeit desdynamischen Views gegenüber positions-

bedingten Veränderungenkann unter Umständenbei der Lokalisation von Vorteil sein,da

benachbarte Positionenbesservoneinanderunterschiedenwerdenkönnen.

Eine wichtigesErgebnisdiesesAbschnittes ist die Tatsache,dassder dynamischeView im

Gegensatzzum statischen in der Lageist, mehrereZuständeeiner dynamischen Umgebung

zu repräsentieren. Je gröÿer die Veränderungder Umwelt, desto mehr wird der statische

View davon negativ beein�usst und destodeutlicher tritt der Vorteil desdynamischenViews

hervor, mehrereZuständezu repräsentieren.

Nach diesenerstenprinzipiellen Eignungstestswerdennun in den folgendenAbschnitten

weitere Versuche mit dem dynamischen View unternommen.Besondershervorzuheben ist

hier dasLokalisations-Experiment (Abschnitt 5.2.3), welcheszeigt, ob sich der dynamische

View bei der Lokalisation bewährt und wie geeigneter im Vergleich zum statischen View

bei dieserAufgabe ist.

5.2.2. Langzeitexp eriment

Nachdem der vorige Abschnitt das grundlegendeVerhalten und die interne Struktur des

dynamischen Views deutlich gemacht hat, soll diesesExperiment nun in einem Langzeit-

versuch Aufschluss über den Ein�uss der einzelnenParameter geben. Auch hier soll das

Verhalten desdynamischen mit dem desstatischen Views verglichen werden.Wieder ist es

nicht möglich die Werte für die Ähnlichkeiten zwischen Referenz-Viewund aktueller Beob-

achtung absolut zu vergleichen,da der Vergleich sich bei statischemund dynamischemView
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auf verschiedeneAusgangsgröÿenbezieht. Beim statischen View wird der Farbabstand2 der

mittleren RGB-Vektorenals Ähnlichkeitsmaÿverwendet,wohingegender dynamische View

ermittelt, wie gut dasBM-Neuron der aktuellen Beobachtung in dasReferenz-Histogramm

passt. Es kann also nur ein qualitativ er Vergleich der verschiedenenView-Typen erfolgen.

Die beiden Ausprägungendes dynamischen Views mit NG oder FuzzyART als Clusterer

hingegenkönnensehrwohl direkt anhand ihrer Ergebnisseverglichen werden.

Ablauf des Experimentes

Für dasLangzeitexperiment wurden an einer festenPosition 50 Omnibilder aufgenommen.

Die Aufnahme fand in einem Raum statt, welcher durch ein groÿesFenster den Hellig-

keitsschwankungendes Tag- und Nachtrhythmus unterworfen ist (vgl. Abb. 5.6). Daraus

entstand eine Bildserie, die anhand von Beispielbildern in folgenderAbbildung dargestellt

ist:

1 10 16 20 27 33 34 39 43 46 50

Abb. 5.9: Auswahl aus den 50 Langzeitbildern aus dem Fachgebiet Neuroinformatik
(vgl.Abb.5.6) in zeitlich korrekter Reihenfolge(mit Tag-Nacht-Wechsel).

DasLangzeitexperiment fand in zwei verschiedenenVarianten statt, um denEin�uss ein-

zelnerParameter besserverdeutlichen zu können.Bei der erstenVariante wurde zunächst

über alle 50 Bilder der Referenz-Viewerstellt und erst danach für jedesBild (also im Sinne

der Selbstlokalisation die aktuelle Beobachtung) die Ähnlichkeit mit diesemReferenz-View

ermittelt. Die zweite Variante führt unter bestimmten Bedingungen(in Abhängigkeit von

denParametern)zunächst ein Update desReferenz-Viewsmit Hilfe der aktuellen Beobach-

tung durch und liefert dann die Ähnlichkeit. Für den statischen View seierwähnt, dassder

Referenz-Viewhier aus dem ersten Bild der Bildserie erstellt wird; ein Updaten kann bei

diesemView natürlich prinzipbedingt nicht erfolgen.

Das Ergebnis der folgendenVersuche ist stets eine Folge der 50 Ähnlichkeitswerte pro

Referenz-View,welche wie in Abb. 5.10dargestellt werdenkönnen.Zum Vergleich ist stets

auch der Verlauf der Ähnlichkeiten anhanddesstatischen Views eingezeichnet. Deutlich ist

zu sehen,dassdie Ähnlichkeiten des statischen Views mit steigenderBildnummer sinken

und am Ende wieder ansteigen.Dies liegt darin begründet,dassdie Veränderungüber die

Bildseriensich zunächst vom erstenBild (demReferenzbildim statischenView) wegbewegen

2Euklidischer Abstand im RGB-Farbraum
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und später dem wieder entgegenkommen. Ca.bis Bild 17 kann der statische View durch

seineUnemp�ndlichkeiten gegenüber leichten Veränderungendie Umgebungsänderunggut

kompensieren,fällt dann jedoch stark ab. Der Mittelw ert über alle Ähnlichkeiten liegt daher

beimstatischenView bei 0,627;dieStandardabweichungbei 0,307.DiesebeidenKenngröÿen

sollenauch bei weiterenAuswertungenalsMaÿ für diePerformanzbeimLangzeitexperiment

dienen.
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Abb. 5.10: Langzeitexperiment. Dargestellt sind die Ähnlichkeiten des dynamischenund
statischenViews mit der aktuellen Beobachtung.Der Vergleichund dasUpdate
desReferenz-Viewsfanden hier parallel statt. Discount � = 0,995; � = 0,15;
max = 0,2; Update-Schwelle = 1,1 (d. h. es erfolgt stetsein Update).
Der statischeView ist nicht in der Lage, die sich langsamveränderndeUm-
welt dauerhaft zu repräsentieren, was dem dynamischenView jedoch gelingt.
Bei Bild 34 kommt es zu einem starken Abfall der Ähnlichkeit durch stärkere
Veränderungender Umwelt, doch diese werden innerhalb weniger Bilder zur
Repräsentation hinzugefügt,was wieder zu einem Anstieg der Ähnlichkeiten
führt.

Ein�uss der Gauss-Funktion beim Histogramm-Up date

In einem ersten Versuch soll nun unter Verwendung von Variante eins der Ein�uss der

Parameterder Gauss-Funktion näher betrachtet werden,welche beim Histogramm-Update

zum Einsatz kommt. Bei Update werden die Distanzen aller Neuronenzum Input durch

eine modi�zierte Gauss-Funktion umgerechnet (sieheGleichung.4.2, Abschnitt 4.3). Wich-

tige Parametersind dabei das � der Funktion und dasMaximum, welchesangibt, wie groÿ

die Distanz maximal seindarf. Ist max beispielsweise= 0,2, so werdenalle Distanzengrö-

ÿer 0,2 gleich Null gesetzt.Ist die Distanz einesNeuronszum Input gleich 0, so liefert die

Gauss-Funktion 1,0. Für alle Werte zwischen Null und dem Maximum fällt das Ergebnis
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abhängig vom � . Die Ergebnisseder Gauss-Funktion werden dann für das Histogramm-

Update verwendet.Durch die Gauss-Funktion wird sichergestellt,dassdasBM-Neuron den

gröÿten Ein�uss auf das Histogramm-Update hat, jedoch auch benachbarte Neuronen in

dasUpdate mit einbezogenwerden.

Für den Versuch zum Ein�uss dieserbeiden Parameter wurden verschiedeneKombina-

tionen von � und max dem Langzeittest unterzogen.Um Wechselwirkungenmit weiteren

Parametern auszuschlieÿen, wurden alle anderenParameter für diesenVersuch konstant

gehalten. So gingen beim Erstellen der Referenz-Histogrammealle Beobachtungen ohne

Vergessenein (� = 1; 0) und die Update-Schwelle war mit 1,1 sohoch, dassstets ein Upda-

te durchgeführt wurde. Die folgendeTabelle zeigt die ErgebnissedesVersuchesaufgelistet

nach � und max:

Dyn. View mit NG Dyn. View mit FuzzyART
� max Mittelw ert Std.abweichung Mittelw ert Std.abweichung

0,10 0,08 0,830 0,093 0,899 0,052
0,10 0,10 0,850 0,069 0,903 0,047
0,10 0,15 0,853 0,068 0,905 0,045
0,15 0,10 0,916 0,040 0,945 0,032
0,15 0,20 0,923 0,037 0,951 0,027

Tabelle 5.8.: Langzeitexperiment. Ein�uss der Parameter � und max der Gauss-Funktion
anhand des Mittelwertes und der Standardabweichungüber die Ähnlichkei-
ten desReferenz-Viewsmit der aktuellen Beobachtung.Der Vergleicherfolgte
erst nach der Erstellung der HistogrammedesReferenz-Viewsüber alle Be-
obachtungen.
Discount � = 1,0; Update-Schwelle = 1,1.
Zu erkennenist, dasssowohl� als auch max die Performanz des dynami-
schenViews beein�ussen; sinkendie beidenWerte, so sinkt auchder Mittel-
wert, welcherjedoch möglichst hoch sein sollte.
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Die Werte in der Tabelle zeigen,dassmit kleiner werdendem� und max die Standard-

abweichung über die Ähnlichkeiten der 50 Bilder ansteigt und der Mittelw ert abfällt. Die

Ähnlichkeiten zeigenalsodeutliche Schwankungenund sinken allgemeinab, wie Abb. 5.11.

DieserE�ekt kann wie folgt erklärt werden:Soll eineneueBeobachtung in ein vorhandenes

Referenz-Histogrammeingefügt werden, so werden für alle Neuronen die Distanzen zum

Input (Merkmal der Beobachtung) ermittelt. Das BM-Neuron liefert die geringsteDistanz

zum Input und hat nach Berechnung der Gauss-Funktion über die Distanzen somit den

höchstenWert für den entsprechendenHistogramm-Bin. Alle Neuronen,die weiter als max

vom Input entfernt sind, tragen zu ihrem dazugehörigenHistogramm-Bin nichts bei. Wird

max nun sehr klein, so kann es passieren,dassnur das BM-Neuron auf das Histogramm

wirkt oder im schlimmsten Fall sogardieseszu weit vom Input entfernt ist, wodurch kein

Histogramm-Update und damit keine Anpassungstatt�ndet. Ziel ist es aber, nicht nur

den Bin desBM-Neurons anzupassen,sondernauch weitere, benachbarte Neuronen.Dies

ist nötig, um auch bei leichten Umgebungsänderungen,die evtl. ein Nachbar-Neuron des

maximalen Bins BM-Neuron werden lassen,noch entsprechende Ähnlichkeiten liefern zu

können. Ein zu niedriges� hat ähnliche Auswirkungen, da es für jedesNeuron abhängig

von der Distanz zum Input festlegt, wie stark der entsprechende Histogramm-Bin ange-

passtwird. Ist � sehrklein, so sinkt der Ein�uss umliegenderNeuronensehrstark. Damit

sinken auch Mittelw ert und Standardabweichung der Ähnlichkeiten, da kleine Änderungen

schlechter repräsentiert werdenund niedrigereÄhnlichkeiten liefern. Für die getestenWerte

der Parameter ist in Tabelle 5.8 deutlich zu erkennen,dassein kleines � sogarein deut-

lich stärkeresAbsinken desMittelw ertes der Ähnlichkeiten bewirkt, als ein geringesmax.

Weiterhin zeigt die Tabelle, dassder dynamische View mit NG emp�ndlicher als der mit

FuzzyART für Veränderungendieserbeiden Parameter ist. Dies ist unter Umständender

besserenClusterung von Ausreiÿern und Randbereichen durch das FuzzyART zuzuschrei-

ben. Beim NG sorgennämlich geradedieseFälle dafür, dassder Abstand der Neuronen

zum Input ansteigt und damit der Ein�uss der Neuronenauf das Histogramm sinkt oder

bei sehrniedrigenParametern für die Gauss-Funktion sogarNull wird.

Ein�uss des Discountfakto rs � und der Update-Schwelle

Im zweiten Versuch desLangzeitexperimentes soll der Ein�uss desDiscountfaktors � und

der Update-Schwelleuntersucht werden.Die Update-Schwelle ist ein zusätzlicher Parameter

zum eigentlich Ablauf und sorgt dafür, dassein Referenz-Histogrammnur dann adaptiert

wird, wenn seineÄhnlichkeit mit der aktuellen Beobachtung dieseSchwelle unterschrei-

tet. Der Discountfaktor � ist für das Vergessennicht benötigter Bins in den Referenz-

Histogrammenzuständig(sieheGleichung4.1 in Abschnitt 4.3). Mit diesemVergessenalter
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Abb. 5.11: Langzeit-Experiment � Ein�uss der ParameterdesGauss(� und dasmax) beim
Erstellen der Histogramme. Dargestellt sind die Ähnlichkeiten des Referenz-
Views mit der aktuellen Beobachtung. Es wurden zunächst über alle Bilder
die Histogrammefür die 10 Segmenteerstellt, erst danacherfolgte die Ermitt-
lung der Ähnlichkeitendesso entstandenViews mit allen Bildern. Die starken
Schwankungenin der Ähnlichkeit sind durch ungünstigklein gewähltenPara-
meter der Gauss-Funktion begründet(mehr dazusieheText). Discount � = 1,0;
� = 0,1; max= 0,1.

Repräsentationen steigt der Ein�uss neuerBeobachtungen an.

Für diesenVersuch wurde Variante zwei bzgl. der Erstellung der Referenz-Histogramme

genutzt, d. h. dassstets für die aktuelle Beobachtung dasHistogramm adaptiert (abhängig

von den Parametern) und dann die aktuelle Ähnlichkeit ermittelt wird. Der dynamische

View ist also nicht von vorn herein in der Lage,alle Zuständewährend desLangzeittestes

zu repräsentieren, sondernmussdieseerst im Laufe desTestshinzufügen.Als Vergleichs-

basiswurden wieder Mittelw ert und Standardabweichung über alle Ähnlichkeiten aller 50

Beobachtungen gewählt. Die folgendeTabelle zeigt die ErgebnissedesVersuches:
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Discount Update- Dyn. View mit NG Dyn. View mit FuzzyART
� schwelle Mittelw ert Std.abweichung Mittelw ert Std.abweichung

1,000 0,80 0,904 0,073 0,903 0,066
1,000 0,85 0,916 0,069 0,913 0,064
1,000 0,90 0,924 0,074 0,929 0,067
1,000 0,95 0,929 0,084 0,935 0,071
1,000 1,10 0,922 0,085 0,925 0,074
0,995 1,10 0,940 0,080 0,945 0,071
0,990 1,10 0,947 0,079 0,951 0,070
0,950 1,10 0,966 0,073 0,971 0,063
0,900 1,10 0,975 0,066 0,979 0,057
0,850 1,10 0,977 0,058 0,982 0,051

Tabelle 5.9.: Langzeitexperiment � Ein�uss desDiscoutfaktors � und der Update-Schwelle
anhand des Mittelwertes und der Standardabweichungüber die Ähnlichkei-
ten desReferenz-Viewsmit der aktuellen Beobachtung.Der Vergleichund das
UpdatedesReferenz-Viewsfandenhier parallel statt. Mit steigenderUpdate-
Schwelle oder sinkendem� verbessertsich die Performanz, d.h. der Mittel-
wert steigt und die Standardabweichungsinkt. Dabei wirkt der Einsatz von
FuzzyART noch begünstigend.
Discount � = 0,15; max = 0,2

In der Tabelle ist leicht zu erkennen,dasssowohl beim FuzzyART- als auch beim NG-

basiertendynamischen View mit sinkendemDiscountfaktor � der Mittelw ert steigt und die

Standardabweichung abnimmt. Die Ähnlichkeiten der Beobachtungen mit dem Referenz-

View steigenalsoallgemeinan und zeigendeutlich wenigerSchwankungen.Dies ist darauf

zurückzuführen, dassmit sinkendem� dasVergessenalter Repräsentationen zunimmt und

damit der Ein�uss der neuen Beobachtung im Referenz-Histogrammansteigt. So erhöht

sich auch die Ähnlichkeit der aktuellen Beobachtung mit dem Referenz-View.Abb. A.4

im Anhang A zeigt, dass ein zu starkes Update auf die aktuelle Beobachtung zu unge-

wöhnlich hohen Ähnlichkeiten führt. Dies geschieht durch ein relativ kleines � von 0,85,

welchesbewirkt, dassein Zustand durch dasVergessenalter Repräsentationen bereitsnach

einmaligemAuftreten stark repräsentiert wird. Soll ein Vergessenalter Repräsentationen

statt�nden (� 6= 1; 0), ist je nach Einsatzbedingungenein � nahedem Wert 1,0 zu wählen,

um eineÜberanpassungan die aktuelle Beobachtung zu vermeiden.

Tabelle 5.9 zeigt desWeiteren den Ein�uss der Update-Schwelle auf die Erstellung und

Anpassungdesdynamischen Referenz-Viewsan die aktuelle Beobachtung. Mit abnehmen-

der Update-Schwelle sinkt der Mittelw ert der Ähnlichkeiten über alle Beobachtungen deut-

lich. Dies ist folgendermaÿenzu begründen:ändert sich die aktuelle Beobachtung langsam,

wie bei diesemVersuch, dann sinkt die Ähnlichkeit mit demReferenz-Viewlangsam,sofern
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diesernicht angepasstwird. Die Update-Schwelle verhindert nun genaudieseAnpassung,

wenn die Ähnlichkeit noch groÿ genug ist. Die Ähnlichkeit muss zunächst immer unter

dieseSchwelle fallen, bevor ein Update erfolgt. Dies führt im Extrem-Fall zu einer stär-

ker schwankendenÄhnlichkeitskurve über die Langzeitbilder als ohnedie Update-Schwelle

(vgl. Abb. A.5 in Anhang A) und damit zu einemniedrigerenMittelw ert. Letztendlich ist

die Update-Schwelle dafür verantwortlich, mit welcher Emp�ndlic hkeit auf eine Verände-

rung der Umwelt reagiert wird und ob ein Update erfolgt. Siemussje nach Anforderungen

für dasVerfahrenangepasstwerden.

Zusammenfassung Langzeitexp eriment

Im Langzeitexperiment wurde dargelegt,wie der dynamische View auf Veränderungseiner

Parameterreagiertund welcheAuswirkungendiesehaben.Der Ein�uss der Gauss-Funktion

auf das Verhalten des dynamischen Views ist durch ein schwaches oder starkes Verteilen

von Updates auf die Histogramm-Bins der Nachbarn des BM-Neurons geprägt. Um eine

zu starke Glättung der Referenz-Histogrammezu vermeiden,dürfen die Parameter � und

max nicht zu groÿ sein.Zu kleineWerte führen jedoch dazu,dasskleine Veränderungender

Umgebungschlecht repräsentiert werden,da die Bins der BM-Nachbar-Neuronennicht in

dasHistogramm-Update mit einbezogenwerden.

Die Update-Schwelle hat einenstarken Ein�uss auf den Anpassungszeitpunktder Views

und führt dazu, dasserst bei groÿen Veränderungen(d. h. geringeÄhnlichkeit) adaptiert

wird, wenn die Schwelle sehr klein ist. Der Discount-Faktor � steuert das Vergessenalter

Beobachtungenund damit auch denEin�uss der aktuellen Beobachtung auf dasUpdate des

Referenz-Views.� darf nicht zu groÿ gewählt werden,da essonstzu einer Überanpassung

an die aktuelle Beobachtung durch Vergessender alten Repräsentationen kommt.

Bei allen ErgebnissendiesesExperimentes kann auch immer der Unterschied zwischen

dem dynamischen View mit NG und mit FuzzyART abgelesenwerden. Meist liefert der

NG-basiertedynamische View etwas geringereWerte für die Ähnlichkeit mit der aktuellen

Beobachtung und unterliegt auch stärkeren Schwankungen.Dies ist vermutlich durch die

etwas schlechtere Merkmals-Clusterungder Randbereiche und Ausreiÿer durch das NG zu

begründen.DieserMangeldesNG führt dazu,dassaktuelle Beobachtungen,derenMerkmal

eben in diesemRandbereich liegt, schlechter durch dasNG repräsentiert werdenund damit

weniger stark oder im schlimmsten Fall gar nicht in das Histogramm-Update ein�ieÿen

können.

Allgemein hat das Langzeitexperiment jedoch gezeigt,dassder dynamische View in der

Lageist, sich VeränderungenseinerUmwelt anzupassen.Dem statischenView ist diesnicht
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möglich, was in letzter Konsequenzbeim Einsatz mit der MCL zu Unsicherheiten in der

Lokalisation führen kann.

5.2.3. 1-aus-N-Lok alisation

DieserAbschnitt beschäftigt sich nach den bisherigenExperimenten zum prinzipiellen Ver-

halten desdynamischen Views nun mit dessenEinsatz im eigentlich Anwendungsfeld,der

Selbstlokalisation. Dazu wird jedoch wieder vom stehendenRoboter ausgegangen,d. h. an

N festenPositionen in der Einsatzumgebungmussder Roboter anhand der für diesePosi-

tionen vorhandenenReferenz-Viewfeststellen,an welcher Position er sich geradebe�ndet.

Dazu wird ein Beispielbild dieser Position als aktuelle Beobachtung präsentiert. Um die

Fähigkeit desdynamischen Views zu testen, mehrereZuständezu repräsentieren, wurden

einige Stellen der Umwelt mehrmals manipuliert. Dies geschah z.B. durch verschieden-

farbige Verdeckungen oder o�enen Türen und lieferte für einzelnePositionen bis zu drei

verschiedeneZuständeder Umgebung.

Ablauf des Experimentes

Für das Experiment wurden sechs Positionen x0 : : : x5 im Fachgebiet Neuroinformatik ge-

nutzt. Pro Position xp sind die bis zu drei verschiedenenZuständexp0 : : : xp2 möglich. Für

jede Position und jeden Zustand wurden mehrereBild aufgenommen;konkret existieren

somit folgendeBildserien: x00, x10, x20, x21, x30, x31, x40, x41, x42, x50 und x51. Für die

Lokalisation sind demnach sechs Referenz-Viewsnötig, also ein View pro Position, wobei

ein dynamischer View stets die verschiedenenZuständerepräsentieren kann.

Allen dynamischen Views stehenbei der Histogramm-Generierungfür eine Position xp

alle für diesePosition vorhandenenBildserien xpi zur Verfügung.Damit wird esdem dyna-

mischen View ermöglicht, mehrereAusprägungenzu repräsentieren. Die Generierungder

Referenz-Histogrammeerfolgt vor dem eigentlich Experiment mit einer Update-Schwelle

von 1,0 und einem Discountfaktor � = 0,9. DieseWerte bewirken, dassjedesBild in die

Generierungein�ieÿt und nur ein geringesVergessenbereitsvorhandenerRepräsentationen

erfolgt. Existieren an einerPosition mehrereZustände,sowerdendie Bilder dieserZustände

immer abwechselnd präsentiert, so dassalle Zuständemehr oder weniger gleichberechtigt

in die Histogramm-Generierungeingehen.Im Gegensatzdazusteht der statische View, wel-

cher pro Position xp nur ein einzelnesBild als Referenzzur Verfügunghat. Als Referenzbild

wurde stets dasersteBild der Bildserie xp0 gewählt.

Beim eigentlichen Lokalisations-Experiment wurde aus jeder Bildserie (also für alle Zu-

ständealler Positionen)ein Vergleichsbild ausgewählt. Diesesdient alsaktuelleBeobachtung
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und für die Lokalisation wird dessenÄhnlichkeit mit allen sechs Referenz-Viewsbestimmt.

Für jedesVergleichsbild ergeben sich also sechs Ähnlichkeitswerte, von denender höchste

der despassendenViews seinsollte. Wird z.B. ein Vergleichsbild ausBildserie x31 gewählt,

so sollte View 3 den höchsten Ähnlichkeitswert aufweisen,um eine korrekte Lokalisation

zu ermöglichen. Tabelle B.5 zeigt die Ergebnisseder Ähnlichkeitswerte für alle Vergleichs-

bilder und alle Referenz-Viewsbei Anwendungdesstatischen und desdynamischen Views.

Zur besserenVerdeutlichung der Ergebnissewurde ein Auszug aus diesenErgebnissenin

Abb. 5.12gra�sch dargestellt. Die Anzahl der Vergleichsbilder wurde für dieseDarstellung

auf sechs reduziert; für jede Position ein Bild, welchesals aktuelle Beobachtung dient. Bei

der Auswahl des Vergleichsbildesan einer Position wurde stets einesaus der Bilderserie

gewählt, welche nicht durch den statischen View repräsentiert werdenkann (sofern für die

Position mehrereZuständeexistieren).DiesesVorgehenist nötig, um dasVerhaltendessta-

tischen Views bei veränderter Umgebungnachzuvollziehen.Dargestellt sind in Abb. 5.12

die Ähnlichkeiten, repräsentiert durch die verschiedenenGrauwerte. Die Grauwert-Skalen

sind dabei von View-Typ zu View-Typ verschiedenen;die drei Gra�k en könnendeshalbnur

qualitativ miteinander verglichen werden.

Allgemeine Lokalisationsergebnisse

Ein wichtiger Aspekt ist dabei, dassdie Diagonalenicht nur deutlich erkennbar sein son-

dern auch pro Spalte (also pro Vergleichsbild) dasdunkelsteFeld liefern sollte. Sohat z.B.

beim statischen View an Position x0 der passendeReferenz-ViewRefView0 die höchste

Ähnlichkeit mit der aktuellen Beobachtung aus x00. DiesesErgebnis entspricht den An-

forderungen,da idealerweisean einer Position stets der dazugehörigeReferenz-Viewdie

höchste Ähnlichkeit (den dunkelsten Grauwert) erzielen sollte. Günstig ist es weiterhin,

wenn alle anderen,nicht zur Position passendenReferenz-Viewswesentlich niedrigereÄhn-

lichkeiten erzielen.Auf keine Fall sollte ein andererals der passendeReferenz-Vieweinen

höherenÄhnlichkeitswert erreichen, da dieseineFehllokalisation bedeutenwürde.

Für alle drei in Abb. 5.12 genutzten View-Typen ist die für eine korrekte Lokalisation

nötige Bedingung,nämlich dassdie Diagonalestets den höchsten Wert pro Spalte liefert,

erfüllt. Es wäre also trotz der Veränderungenin der Umgebungin diesemeinfachen Bei-

spiel auch mit dem statischen View möglich, die aktuell richtige Position auszuwählen.

Dies liegt in der Tatsache begründet, dassder statische View eher unemp�ndlich gegen-

über leichten Veränderungenreagiert. Ein deutlicher Unterschied zum dynamischen View

ist aber zu erkennen, wenn man für ein Vergleichsbild die Ähnlichkeiten über alle sechs

Referenz-Viewsbetrachtet. Beim statischen View sind für eine aktuelle Beobachtung die

Ähnlichkeiten (=Grau werte in der Abbildung) mit den für diesePosition nicht korrekten
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Abb. 5.12: 1-aus-N-Lokalisation mit statischem und dynamischem View. Ref-
View0.. . RefView5 stehenfür den jeweilige Referenz-View an den Positionen
x0 : : : x5. Die Vergleichsbilder, also die aktuellen Beobachtungen, stammen
jeweils aus den Bildserien xpi . Die verschiedenen Grauwerte beschreiben die
Ähnlichkeit des jeweiligen Referenz-Viewsmit den Vergleichsbildern;schwarz
bedeutet hier eine hohe Ähnlichkeit (der Darstellung halber mit unterschied-
lichen Skalen für die drei Views). Die Diagonale, also Ähnlichkeiten für die
korrekt zueinandergehörenden aktuellen Beobachtungen und Referenz-Views,
ist für die dynamischenViews wesentlichstärker ausgeprägt und zeigt so eine
höhere Sicherheit in der Lokalisation an.

Views (6= Diagonalelement) wertemäÿigwesentlich näher zur Ähnlichkeit mit dem korrek-

ten View (= Diagonalelement). Durch den zum Teil sogarsehr geringenUnterschied der

Ähnlichkeiten besteht die Gefahr, dassbei etwas anderenUmgebungsverhältnisseneinen

Vergleichsbild der falsche Referenz-Viewzugeordnetwird und esdamit zu einer Fehlloka-

lisation kommt. Beim dynamischen View hingegenist der Unterschied der Ähnlichkeiten

gegenüber dem jeweils passendenReferenz-Viewdeutlich gröÿer, was eine Fehllokalisation

nahezuunwahrscheinlich macht.

Ein Güte-Kriterium für die Lokalisation

Eine Darstellung der Ähnlichkeiten für die Lokalisation über Grauwertgra�k en wie in

Abb. 5.12ist zwar sehranschaulich und ermöglicht genauerenEinblick in die Ergebnisseder

1-aus-N-Lokalisation, doch sie ist für einenVergleich mehrererViews mit unterschiedlichen

Parametern nicht geeignet.Hierfür ist esvielmehr nötig, ein geeignetesMaÿ für die Güte

der Lokalisation zu �nden. Für jedesVergleichsbild ausder Bildseriexpi scheint die mittlere

Di�erenz aller Ähnlichkeiten Spi (Fr ) zur Ähnlichkeit despassendenReferenz-ViewSpi (Fp)

einegeeigneteWahl, dennsiegibt letztendlich Auskunft über die Sicherheit der Lokalisation

über alle sechs möglichen Referenz-Views.Die mittlere Di�erenz D pi für ein Vergleichsbild
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ausxpi errechnet sich wie folgt:

Dpi =
1
5

X

r 6= p

(Spi (Fp) � Spi (Fr ))

Somit ergibt sich für jedesVergleichsbild aus xpi eine mittlere Di�erenz Dpi . Für eine Ge-

samtaussageüber alle n Vergleichsbilder werden diese nochmals gemittelt; die gesamte

mittlere Di�erenz ergibt sich also folgendermaÿen:

D =
1
n

X

p

Dpi

So ergibt sich für jede Durchführung des Experimentes mit verschieden parametrisierten

Views genauein Wert, der für eine Auswertung und eine Gesamtaussageausreichend er-

scheint. Die im vorigen Absatz beschriebenenBilder ausAbb. 5.12könnenalsogrob durch

ihre mittleren Di�erenzen beschrieben werden:

statischer View: 0,1845

dynamischer View (FuzzyART): 0,4374

dynamischer View (NG): 0,4379

Aus diesenWerten kann wie auch aus der Abbildung die gröÿereUnsicherheit des stati-

schen Views bei der Lokalisation abgelesenwerden, da die niedrige mittlere Di�erenz auf

allgemein sehr geringeAbstände der unpassendenzum passendenReferenz-Viewhindeu-

tet. DiesesGütemaÿ der mittleren Di�erenz wurde in allen weiteren Untersuchungen als

Vergleichsgrundlagegenutzt.

Ein�uss des Parameters max und der Update-Schwelle auf die Lokalisation

Dieser Versuch soll deutlich machen, wie die Generierungder Referenz-Viewsdie Lokali-

sation beein�usst. Konkret sollen hier die Update-Schwelle und der Parameter max bei

der Gauss-Funktion betrachtet werden.Im Langzeitexperiment konnte bereits der Ein�uss

dieser Parameter auf die Erstellung einesReferenz-Viewsdargelegt werden; nun soll der

Ein�uss auf die Lokalisation ermittelt werden. Dabei ist max vor allem für die Emp�nd-

lichkeit desdynamischen Views bzgl. Veränderungenverantwortlich. Die Update-Schwelle

hat Auswirkungen auf die Aufnahme kleiner Veränderungenin die Referenz-Histogramme

und ist für dieseneinen Versuch diesesExperiments variabel. FolgendeTabelle zeigt den

Ein�uss dieserbeidenParameterauf die mittleren Di�erenzen bei der 1-aus-N-Lokalisation:
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Maxium=0,1
Update-Schwelle mittlere Di�erenz
1,0 0,5476
0,95 0,5506
0,9 0,5505

Maximum=0,2
Update-Schwelle mittlere Di�erenz
1,0 0,4235
0,95 0,4293
0,9 0,4374

Tabelle 5.10.: Veränderungder mittleren Di�er enz (je gröÿer destobesser)bei Änderung
der Update-Schwelle und desParametersmax am Beispieldesdynamischen
Views mit FuzzyART mit 28 Neuronen. Mit sinkender Update-Schwelle
steigt die mittlere Di�er enz;Lokalisationssicherheitwird höher.Das gleiche
gilt bei der ErhöhungdesParametersmax

Die Tabelle zeigt, dassein vermindertesmax zu einer höherenmittleren Di�erenz führt.

Dies liegt, wie bereits erwähnt in der höheren Emp�ndlic hkeit bzgl. Veränderungenbei

niedrigeremmax begründet.Obwohl einehöheremittlere Di�erenz positiv hervorzuheben

ist, somussdoch bemerkt werden,dassdie Referenz-Histogrammebei niedrigemmax aber

auch weniger �exib el bei geringfügigenVeränderungensind. Dies kann unter anderenBe-

dingungenals denhier vorgegebenenzu Problemenführen; darüber hinausscheint auch die

Performanzmit dem höherenmax gegenüber der desstatischen Views (mittlere Di�erenz

= 0,1845)ausreichend.

Die Update-Schwelle hat auf die mittlere Di�erenz deutlich geringereAuswirkungen,

wasdamit zusammenhängt,dasspro zu erstellendemReferenz-Viewnur maximal drei ver-

schiedeneZuständeexistieren,die vom View zu repräsentieren sind. Die Unterschiedezwi-

schen den Bildern verschiedenerBildserien scheinen dabei groÿ genug zu sein, um trotz

der Update-Schwelle ein Histogramm-Update durchführen zu können. Unter anderenBe-

dingungenkann die Update-Schwelle jedoch durchauseinenentsprechendenEin�uss auf die

Lokalisation haben.

Ein�uss der Neuronenanzahl des Clusterers auf die Lokalisation

Ein Aspekt, der bisher völlig unbeachtet geblieben ist, ist die Anzahl der Neuronen des

Clusteresbzw. der Bins der Histogramme.Zu erwarten ist, dassbei sehrwenigenNeuronen

die ClusterungdesMerkmalsraumessogrob ist, dasseineLokalisation schwierigerwird bzw.

sogar fehlschlägt. In der nachstehendenTabelle sind sowohl für den FuzzyART- als auch

für den NG-basierten dynamischen View die mittleren Di�erenzen bei unterschiedlichen

Neuronenanzahlenaufgelistet:
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dynamischer View mit FuzzyART
Neuronen mittlere Di�erenz

6 0,3709
12 0,4109
20 0,4404
28 0,4374

dynamischer View mit NG
Neuronen mittlere Di�erenz

25 0,4264
30 0,4379
40 0,4402
60 0,4462

Tabelle 5.11.: Veränderungder mittleren Di�er enzenin Abhängigkeitvon der Neuronen-
anzahldesClusterers. Eine steigendeNeuronenzahlführt sowohlbeim View
mit FuzzyART als auch mit NG zu einer höheren mittleren Di�er enz und
damit zu einer höheren Lokalisationssicherheit(vgl. mittlere Di�er enzsta-
tischer View 0,1845).
Discount � = 1,0; � = 0,15; max = 0,2; Update-Schwelle = 0,9.

Aus der Tabelle ist ersichtlich, dassfür die 1-aus-N-Lokalisation einerelativ hohemittlere

Di�erenz auch mit wenigenNeuronen(z.B. N = 6) erzielt werdenkann.Diesspricht für eine

korrekte und robusteLokalisation. Zwar zeigt der FuzzyART-basiertedynamische View bei

nur noch 6 Neuronenein deutlichesAbsinken der mittleren Di�erenz, jedoch ist dieseaus-

reichend um einesichereLokalisation zu gewährleisten.DesWeiteren ist zu erkennen,dass

eineVerdopplungder Neuronenanzahlvon 30 auf 60 beim NG-basiertendynamischenView

kaum Auswirkungenhat. Bereits in den Versuchen zum NG selbst(Abschnitt 5.1.3) war zu

erkennen,dassder Clusterfehler hier nur wenig sank. Damit ergibt sich aus der erhöhten

Neuronenanzahlkein Vorteil für die Lokalisation. Ein interessanter Aspekt ist jedoch, dass

bei annäherndgleicher Neuronenanzahlvon NG und FuzzyART beide Views nahezuglei-

che Ergebnisseliefern, obwohl der NG-basierteView in den anderenExperimenten kleine

Schwächenzeigte.Da diesejedoch vermutlich auf eineungünstigeClusterungdurch dasNG

zurückzuführen sind, besteht hier die Möglichkeit, dassdie für diesesExperiment verwen-

detenDatenpunkte in günstig geclustertenBereichen lagen.Prinzipiell zeigt sich aber, dass

der FuzzyART-basierte View bereits bei 20 Neuronendie gleiche Performanzhat, wie der

NG-basiertemit 40 Neuronen.

Zusammenfassung 1-aus-N-Lok alisation

DiesesExperiment hat gezeigt,wie sich der dynamische View bei einer einfachen Lokali-

sationsaufgabe verhält. Gegenüber dem statischen View ist die Lokalisationssicherheit in

einer Umwelt mit mehrerenZuständenhöher und die Lokalisation an sich eindeutiger.Ein

Ein�uss von max und der Update-Schwelle ist für dengetestetenWertebereich der Parame-

ter kaum erkennbar. Für die Anzahl der NeuronendesClustererskönnten jedoch wichtige
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Ergebnisseermittelt werden. So bringt eine Erhöhung der Neuronanzahlfür den dynami-

schen View mit NG kaum Verbesserung;der dynamische View mit FuzzyART ist aber in

der Lage bereits mit der halben Neuronenanzahldes NG die gleiche Lokalisationssicher-

heit zu erzielen.Damit ist esunter Verwendungvon FuzzyART möglich, wesentlich kleiner

Referenz-Histogrammezu erzeugenund damit Speicher- und Rechenzeitbedarf geringerzu

halten. Die schlechterenErgebnissedesNG sinddabei auf dieetwasungünstigereClusterung

zurückzuführen; hier kann das FuzzyART deutlich seineVorteile zeigen.Allgemein konnte

diesesExperiment jedoch deutlich machen, dassder dynamische View dem statischen in

einer einfach Lokalisationssituation überlegenist.
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Nachdem im vorhergehendenKapitel Experimente sowohl zu den verschiedenenClusterern

als auch zum dynamischen View selbstdurchgeführt wurden, sollendieseExperimente nun

nochmals zusammengefasstund bewertet werden(Abschnitt 6.1). Dabei soll vor allem auf

die Tauglichkeit desdynamischen Views für die Aufgabe der Selbstlokalisation eingegangen

werden.

Alle Experimente fandenbisher unter der Bedingungstatt, dassder Roboter steht oder

seinePosition hinreichend genaubekannt ist, um eine AnpassungdesUmgebungsmodells

durchzuführen.Nicht betrachtet wurden die Probleme,die entstehen,wenn von einemsich

bewegendenRoboter und von Unsicherheiten über die aktuelle Position auszugehenist.

DieseProblemesollenin diesemKapitel dargelegtund Vorschlägezu derenLösunggemacht

werden(Abschnitt 6.2).

Da dieseArbeit nur eine Grundlage für weitere Ideen und Experimente im Bereich der

dynamischen Umgebungsmodelle scha�t, sollen in einemAusblick weiterführendeAspekte

und noch zu lösendeProblemebeleuchtet und künftige Aufgaben in diesemBereich aufge-

zeigt werden.

6.1. Diskussion der Versuchsergebnisse

Die ErgebnissedesAbschnittes 5.2 beschreiben die Fähigkeiten desneu entwickelten dyna-

mischen Views, wobei auch Vergleiche mit dem statischen View, basierendauf dem RGB-

Feature,vorgenommenwurden.Eine Tatsache,die sich über alle Experimente immer wieder

zeigte, ist, dassim Gegensatzzum statischen der dynamische View wesentlich stärker auf

Veränderungenreagiert. Dies liegt in der Arbeitsweisedesdynamischen Views begründet.

Durch die Repräsentation mittels Histogramm-Bins bzw. Neuronen � also mittels einer

Approximation � statt durch einen konkreten Wert und die Verteilung einesUpdates auf

Nachbarneuronenbzw. -bins kommt diesestärke Emp�ndlic hkeit gegenüber Veränderungen

zu Stande.Über die Parameter � und max kann jedoch der Ein�uss desBM-Histogramm-

Bins auf seineNachbarn im Inputraum verändert werden. Damit steht eine Möglichkeit

zur Verfügungden dynamischen View bzgl. der beschriebenenProblematik an die jeweilige

Aufgabeanzupassen.Durch die vorgenommeneClusterungist esjedoch nicht zu vermeiden,
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dassdie Genauigkeit wie beim tatsächlichen Farbabstand verloren geht. Diesesist jedoch

auch nicht in sohohemMaÿenötig, da Schwankungendurch sich bewegendePersonen,leere

Regale,Hindernisseusw. die Ähnlichkeit dann ohnehinverfälschen.

DasZiel, ein dynamischesUmgebungsmodell zu entwickeln, wurde mit demdynamischen

View als Grundlageerreicht. DasVerdeckungs-und dasLangzeitexperiment haben gezeigt,

dasssowohl ein über mehrereZuständeerstellter, aber dann unveränderlicher View alsauch

ein sich ständig neu anpassenderView in der Lageist, mehrereZuständezu repräsentieren

und mit hoher Ähnlichkeit zu belegen.Damit hat dieserView in Umgebungen,in denen

an einigenStellen zwei oder drei Zuständevorkommen,deutliche Vorteile gegenüber dem

statischen View. Der dynamische View ist somit in der Lage alternierendeVeränderungen

(z.B. beim Tag-Nach-Wechsel) zu repräsentieren und sich auf dauerhafte Veränderungen

(z.B. Etikettenwechsel im Verkaufsregal)einzustellen.

Für die Einschätzungder Tauglichkeit desdynamischenViews für die Lokalisation wurde

dasExperiment zur 1-aus-N-Lokalisation durchgeführt. An sechs verschiedenenPositionen

mit zum Teil mehrerenZuständenwurden zunächst sechs Referenz-Viewserstellt, welche

dann im Anschluss an Vergleichsbildern an diesen6 Positionen getestetwurden. Ziel war

dabei, dassan jeder Position, unabhängigvon derenZustand, der richtigen Referenz-View

die gröÿte Ähnlichkeit mit der aktuellen Beobachtung (Vergleichsbild) lieferte. Alle getes-

teten View-Typen konnten dieseAufgabe lösen, jedoch zeigte sich beim statischen View

eine höhereGefahr der Fehllokalisation, da die Ähnlichkeiten von richtigem und falschem

Referenz-Viewan der jeweiligen Position sehr dicht beieinander lagen. Dies gilt vor al-

lem dann, wenn als aktuelle Beobachtung an einer Position ein Zustand gewählt wurde,

der nicht durch den statischen View repräsentiert ist. Hier zeigt sich der Vorteil des dy-

namischen Views, denn für jede der sechs Positionen � mehrereZustände eingeschlossen

� liefert stets der richtige Referenz-Viewdie mit Abstand höchste Ähnlichkeit zur aktuel-

len Beobachtung. DiesesErgebnis ist zum Teil wieder auf die höhereEmp�ndlic hkeit des

dynamischen Views gegenüber Veränderungenzurückzuführen, zeigt jedoch hauptsächlich

die höhereSicherheit desdynamischen Views bei der Lokalisation in einer Umwelt, die sich

verändert und an einer Position verschiedeneAnsichten liefert.

Im Abschnitt 5.2 konnte gezeigtwerden,dassder dynamische View für die gestellteAuf-

gabe der Repräsentation einer sich veränderndenUmwelt geeignetist. Der neueView ist

sowohl in der Lagesich langanhaltendenVeränderungenanzupassenund veraltete Informa-

tionen zu vergessenals auch mehrereZuständegleichzeitig zu repräsentieren. Dabei scheint

es zunächst unerheblich, ob für den View das Neuronale Gas oder ein FuzzyART-Netz

als Clusterer verwendet wurde. In komplexerenUmwelten und bei Nutzung eineshöherdi-

mensionalenMerkmalsraumesals Grundlage für den dynamischen View besteht aber die
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Möglichkeit, dasssich ein bestimmter Clustererals günstigererweist. Durch die bessereRe-

präsentation von selten auftauchendenDatenpunkten im Merkmalsraum ist zu erwarten,

dassFuzzyART für dieseAufgabe bessergeeignetist als das NeuronaleGas, denn seltene

Datenpunkte stehenfür Ansichten, die nur an sehrwenigerStellen der Umgebungauftau-

chen. Damit sind aber geradedieseDatenpunkte wichtig, da sie eine nahezu eindeutige

Lokalisation erlauben. Statistische Clusterer vernachlässigendieseAusreiÿer in der Daten-

verteilung im Merkmalsraum und haben damit einen Nachteil. Dies führt dazu, dassz.B.

ein FuzzyART-basierter View wenigerNeuronenfür einegute Lokalisation benötigt als ein

NG-basierterView.

Mit dem dynamischen View ist es gelungen,ein Konzept für ein dynamisches Umge-

bungsmodell zu entwickeln, welchesbeim Einsatz am stehendenRoboter in einer sich ver-

änderndenUmwelt gute Ergebnissezeigt und dem statischen View an den entscheidenden

Stellen überlegenist. Wie es gelingenkann, diesenAnsatz auch für den sich bewegenden

Roboter anzuwenden,beschreibt der folgendeAbschnitt.

6.2. Diskussion des Verfahrens für den beweglichen

Roboter

Für das Umgebungsmodell auf des Basis vorgestellten dynamischen Views besteht noch

das Problem des Updates des Views an der richtigen Stelle im Umgebungsmodell. Diese

Schwierigkeit ergibt sich ausdenUnsicherheitenbei der Lokalisation; hat der Roboter seine

aktuelle Position geschätzt, so sollte ein evtl. nötigesUpdate nur dann erfolgen,wenn die

Sicherheit, sich tatsächlich an dieserPosition zu be�nden, sehrhoch ist. Sokann vermieden

werden,dassein Update an der falschen Stelle erfolgt und nicht eigentlich korrekte Views

an anderenPositionenverändert.

Eine möglicher Ansatz für die LösungdiesesProblemskönnte die Eigenschaft der MCL

sein, die aktuelle Position anhand der Verteilung der Partikel im Umgebungsmodell zu

bestimmen.Es wäre denkbar, nur dann ein Update durchzuführen, wenn dieseSchätzung

sehr sicher ist und sich nahezualle Partikel im Bereich der geschätzten Position be�nden.

Unter Umständenist esjedoch möglich, dassgewisseBereichedesUmgebungsmodellsdann

nie ein Update erfahren,weil sie stets mit einer gewissenUnsicherheit behaftet sind.

Ein weiterer Ansatz könnte sich aus [Porta und Kröse 2004] ergeben; hier wird beschrie-

ben wie esmöglich ist für ein appearance-basiertesLokalisationsverfahrenparallel zu Loka-

lisation eineKarte der Umgebungaufzubauen.Es handelt sich dabei um ein CML-System

(Concurrent Map Building and Localization). NebendemEinfügenneuerRepräsentationen
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in dasUmgebungsmodell werdenbei diesemVerfahrenauch bereits vorhandeneRepräsen-

tationen angepasst,wobei die aktuelle Position hier über Partikel � ähnlich den Samples

der MCL � ermittelt wird, also eine Schätzung anhand deren Verteilung vorgenommen

wird. Die Referenzpositionenwerdenbei diesemLokalisationsansatzdurch eineGaussfunk-

tion unscharf beschrieben. DasVerfahrender CML ist im Bereich der appearance-basierten

Lokalisation noch sehr neu und wurde bisher nur in einer kleinen Umgebunggetestet.Es

scheint jedoch ein vielversprechenderAnsatzzu seinund kannunter Umständeninteressante

Möglichkeiten liefern, ein Karten-Update zu bewerkstelligen.

6.3. Ausblick

Nach der kurzen Zusammenfassungder Ergebnissesoll dieser letzte Abschnitt nun einen

Ausblick auf zukünftige Weiterentwicklungen und Untersuchungen desvorgestelltenKon-

zeptes liefern. Ein wichtiger Aspekt ist dabei der Test des dynamischen Views in der

Baumarktumgebung.Für eine prinzipielle Einschätzung der Tauglichkeit könnte zunächst

ein Versuch ohne Kartenupdate unternommen werden oder das Update könnte über die

Verteilung der Samplesder MCL abgesichert und nur bei entsprechenderAusprägungder

Verteilung durchgeführt werden. Natürlich ist die Lösung desUpdate-Problemsbei Unsi-

cherheiten über die aktuelle Position eine der wichtigsten Aufgaben für zukünftige Erwei-

terungendesvorgestelltenKonzeptes.

WeitereExperimente zumAufbau desdynamischenViewssolltendieVerwendunganderer

Merkmalsräumezur Clusterungeinschlieÿen.Bereitsin Abschnitt 5.1.4wurdeeinersterTest

zur Nutzung desTPC-Featureals Grundlagedurchgeführt. Daran sollten sich Versuche zur

Clusterung andererMerkmalsräumeanschlieÿen, wobei auch gezeigtwerdensollte, ob dies

zur Verbesserungder Lokalisation mit demdynamischenView beitragenkann. Ein weiterer

Aspekt sind weiterführendeTestszu denParameterndesdynamischenViews,um einegute

Anpassungan die jeweils gestellt Aufgabe zu erreichen.

Der dynamische View hat bereits gute und vielversprechendeErgebnissein den durchge-

führten Experimenten geliefert, mussaber für die Anwendungin der Baumarktumgebung

noch angepasstwerden und bedarf Weiterentwicklung bzgl. der Frage, wann ein Update

erfolgendarf. Für ein dynamischesUmgebungsmodell ist damit ein Ansatz gescha�en, wel-

cher nicht nur im Bereich desvisuell -basiertenModells zu Einsatz kommenkann, sondern

durchaus auch für andereEingaben möglich wäre, da es für das Verfahren egal ist, über

welchem Merkmalsraum der Clusterer agiert. Die Idee zeitlich abklingenderHistogramme

auf Basiseiner Clusterung geht über den Bereich der Selbstlokalisation hinaus und könnte
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durchausauch in anderenBereichen, in denenMerkmalsextraktion und -vergleich eineRolle

spielen,Anwendungsmöglichkeiten besitzen.
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Anhang A.

Abbildungen

Abb. A.1: Fehler des Neuronalen Gas bzgl. Lernrate und Neuronenanzahl.Trainingsda-
tensatz baumarkt1 , Testdatensatzbaumarkt2 . Deutlich ist erkennbar, dasseine höhere
Neuronenzahlzu einem AbsinkendesFehlers führt. Für die Lernrate zeigt sich nur einen
geringeAuswirkungauf die Fehlerwerte.

2004-04-20/041/IN98/2233 84



Anhang A. Abbildungen

Abb. A.2: AusführlichesBeispiel für die Einordnung mehrerer Ausprägungendes histo-
grammbasiertenTPC-Feature in verschiedene,durch ein FuzzyART-Netz generierteKlassen
(=Neuronen). UntereinanderangeordneteFeature gehören jeweilszu einer Klasse.Deutlich
wird, dassformähnlicheHistogrammein die gleicheKlassefallen. BeschränktesFuzzyART
mit 9 Neuronen, Beschränkungsfaktor= 1; 0, Vigilance � = 0; 95, Einfügedistanz d = 0; 05.
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Abb. A.3: Langzeitexperiment. Der Vergleich mit der aktuellen Beobachtungerfolgte erst
nach der Erstellung der HistogrammedesReferenz-Featuresüber alle Beobachtungen.Dar-
gestellt sind die Ähnlichkeiten des Referenz-Features mit der aktuellen Beobachtung. Der
dynamischeView (sowohlmit FuzzyART als auchmit NG)ist im Gegensatzzum statischen
in der Lage,sich einer veränderndenUmgebunganzupassen.
Discount � = 1,0; � = 0,15; max = 0,2; Update-Schwelle = 1,1.
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Abb. A.4: Langzeit-Experiment � Beispiel für zu schnelles Updaten bei neuenBeobachtun-
gen. Dargestellt sind die Ähnlichkeiten des Features mit der aktuellen Beobachtung. Der
Vergleichund dasUpdatendesFeaturesfandenhier parallel statt; die extrem hoheÄhnlich-
keit über alle Bilder spricht aber für eine Überanpassungan die aktuelle Beobachtung,was
durch den Parameter � gesteuertwird. Dieser wurde hier zu niedrig gewählt.
Discount � = 0,85; � = 0,15; max = 0,2; Update-Schwelle = 1,1.
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Abb. A.5: Langzeitexperiment. Beispiel für eine zu niedrige Update-Schwelle. Dargestellt
sind die Ähnlichkeiten des Features mit der aktuellen Beobachtung, welcheaufgrund der
niedrigen Update-Schwelle starken Schwankungenunterliegen. Die Update-Schwelle führt
dazu,dassdie Ähnlichkeit erst unter einen bestimmtenWert sinkenmuss,bevor ein Update
erfolgt. Der Vergleichund dasUpdaten desFeatures fandenhier parallel statt.
Discount � = 1,0; � = 0,15; max = 0,2; Update-Schwelle = 0,85.
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Anhang B.

Tabellen

Distanz Neuronen Überlappungen Überlappungenin %
0,100 9 0 0%
0,050 24 0 0%
0,030 52 2 3,85%
0,025 65 6 9,23%
0,010 153 45 29,41%
0,005 231 110 47,62%
0,001 320 183 57,19%

Tabelle B.1.: Ein�uss desParametersEinfügedistanz beim FuzzyART auf die Anzahl der
Neuronenund die Überlappungen(in % von Neuronenanzahl)der Einzugsbereicheder Neu-
ronen. Mit sinkenderEinfügedistanz steigt sowohldie Anzahl der Neuronen insgesamtals
auch die Anzahl der Überlappungender Neuronenbereiche an. Vigilance � = 0; 95, Be-
schränkungsfaktor= 1; 0.

d/ �
0,100
0,070
0,060
0,050
0,040
0,030
0,025
0,010
0,005
0,001

0,9 0,93 0,94 0,95 0,99
0,26 - - 0,23 0,22

- 0,19 - - -
- - 0,17 - -

0,17 0,15 - 0,16 0,15
- 0,13 - - -
- - 0,11 0,11 -
- - - 0,09 -
- - - 0,06 -
- - - 0,07 -
- - - 0,04 -

0,9 0,93 0,94 0,95 0,99
8 - - 9 11
- 12 - - -
- - 16 - -

16 21 - 24 39
- 28 - - -
- - 40 52 -
- - - 65 -
- - - 153 -
- - - 231 -
- - - 320 -

Tabelle B.2.: Maximaler Fehlerauf denTrainingsdatenund Neuronenanzahlin Abhängig-
keit von Distanz und Vigilance beim FuzzyART. SinkendeDistanz und steigendeVigilance
� begünstigendas AbsinkendesFehlers, führen jedoch auch zu einer Erhöhungder Neuro-
nenanzahl.Des Berechnungsaufwandeswegen nicht getesteteKombinationen sind mit �-�
gekennzeichnet.
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Anhang B. Tabellen

Vergleichsbild dynamischerReferenz-View statischerReferenz-View
(aktuelle Beobachtung) mit FuzzyART mit NG Referenzbild aus

Position V1 R1 S1 O1

R1 0,9935 0,9865 0,9980 0,9900 0,9778

S1 1,0000 0,9905 0,9900 1,0000 0,9627

O1 0,9827 0,9878 0,9791 0,9548 0,9991
Position V2 R2 S2 O2

R2 0,9795 0,9787 0,9998 0,9806 0,9297

S2 0,9980 0,9659 0,9857 0,9984 0,8688

O2 0,9766 0,9946 0,9322 0,8521 0,9999
Position V3 R3 S3 O3

R3 0,9843 0,9775 0,9999 0,9417 0,7308

S3 0,9852 0,9911 0,9417 0,9998 0,5527

O3 0,9733 0,9981 0,7390 0,5442 0,9999

Tabelle B.3.: Verdeckungsexperiment. Die Tabelle zeigt für drei Positionen die Ähnlich-
keiten einer aktuellen Beobachtungmit demReferenz-View.Der dynamischeReferenz-View
beinhaltet alle drei Ausprägungender Umwelt, der statischeView prinzipbedingt nur eine.
Deshalbwurde zum Vergleich für jede Ausprägung (R, S, O) jeweils ein statischer View
erstellt. Vor allem bei groÿer Verdeckung(Position V3) zeigt sich, dassder statischeView
nicht für alle ZuständehoheÄhnlichkeiten liefern kann. Dem dynamischenView ist dies
hingegenmöglich.
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Ref.-View Vergleichsbild dyn. View(FuzzyART) dyn. View(NG) stat. View
Ohne1 R1 0,9046 0,8407 0,9778
Ohne1 S1 0,8971 0,8528 0,9627
Ohne1 O1 0,9981 1,0000 0,9991
Ohne2 R2 0,7909 0,7934 0,9193
Ohne2 S2 0,7909 0,7905 0,8555
Ohne2 O2 0,9963 1,0000 0,9994
Ohne3 R3 0,6288 0,6708 0,7551
Ohne3 S3 0,6327 0,6374 0,5741
Ohne3 O3 0,9915 1,0000 0,9984
Ohne1 O2 0,9327 0,9571 0,9778
Ohne1 O3 0,8649 0,8700 0,9485
Ohne2 O1 0,9042 0,9654 0,9792
Ohne2 O3 0,9694 0,9102 0,9763
Ohne3 O1 0,7926 0,8548 0,9588
Ohne3 O2 0,8704 0,9248 0,9763
Rot1 R2 0,8889 0,8368 0,9698
Rot1 R3 0,5897 0,6038 0,8093
Rot2 R1 0,8766 0,8758 0,9664
Rot2 R3 0,6466 0,6571 0,8655
Rot3 R1 0,5632 0,5332 0,8167
Rot3 R2 0,6360 0,6346 0,8655
Schwarz1 S2 0,8674 0,8546 0,9664
Schwarz1 S3 0,6292 0,6324 0,7060
Schwarz2 S1 0,8548 0,9199 0,9645
Schwarz2 S3 0,6632 0,6465 0,7942
Schwarz3 S1 0,6036 0,6647 0,7019
Schwarz3 S2 0,6429 0,6060 0,7749
Rot3 S3 0,7592 0,7508 0,9463
Schwarz3 R3 0,7340 0,7304 0,9417

Tabelle B.4.: Verdeckungsexperiment. Die Tabelle zeigt die Ähnlichkeiten einer aktuellen
Beobachtung (Vergleichsbild)mit einem Referenz-View. Sowohldem statischenalso auch
dem dynamischenView stand hier jeweils nur die Information über einen Zustand der
Verdeckungzur Verfügung,um denView aufzubauen(Referenz-View).Die Tabelle zeigt,wie
stark die beiden View-Typen auf unterschiedliche Änderungen(Position und Zustand der
Verdeckung(S, R, O)) reagieren. Die Vergleichsbilderentsprechendenenaus Tabelle B.3.
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Vergleichsbilder/aktuelle Beobachtungen
x00 x10 x20 x21 x30 x31 x40 x41 x42 x50 x51

statischer Referenz-View(mittlere Di�erenz zum passendenView 0,1845)
V0 1.000000 0.809288 0.823987 0.685076 0.896820 0.805554 0.668162 0.544221 0.701857 0.616914 0.718475
V1 0.809288 1.000000 0.798017 0.714337 0.794216 0.778801 0.852144 0.782685 0.848721 0.770974 0.794216
V2 0.820349 0.794216 0.999900 0.902668 0.786549 0.798017 0.680859 0.569783 0.612626 0.629770 0.693485
V3 0.896820 0.794216 0.790393 0.629770 1.000000 0.845269 0.782685 0.655406 0.751094 0.625487 0.726712
V4 0.668162 0.848721 0.693485 0.591186 0.782685 0.714337 0.998776 0.911171 0.868815 0.697676 0.743025
V5 0.612626 0.770974 0.629770 0.582617 0.621201 0.616914 0.697676 0.738968 0.738968 0.999975 0.908373

dynamischer Referenz-Viewmit FuzzyART mit 28 Neuronen(mittlere Di�erenz zum passendenView 0,4374)
V0 1,000000 0,495661 0,654523 0,563520 0,685133 0,542461 0,266711 0,205311 0,402416 0,296909 0,423643
V1 0,443563 0,998869 0,426388 0,303538 0,468214 0,411088 0,632683 0,530347 0,634567 0,435639 0,478038
V2 0,628005 0,377035 0,963683 0,995415 0,657414 0,711853 0,356548 0,252848 0,314988 0,284731 0,375322
V3 0,663536 0,510003 0,622817 0,792997 0,979682 0,995552 0,438616 0,323626 0,449434 0,190419 0,293333
V4 0,409124 0,779247 0,416153 0,281265 0,473927 0,409200 0,987079 0,951638 0,938874 0,557370 0,621516
V5 0,476961 0,513964 0,417909 0,303739 0,241665 0,246323 0,515780 0,447535 0,403310 0,987682 0,986454

dynamischer Referenz-Viewmit BG mit 30 Neuronen(mittlere Di�erenz zum passendenView 0,4379)
V0 1.000000 0.427197 0.731000 0.544686 0.639577 0.572020 0.242624 0.123866 0.454514 0.279188 0.353947
V1 0.456735 1.000000 0.482811 0.295809 0.404615 0.475925 0.552767 0.519016 0.606919 0.343558 0.416924
V2 0.663217 0.424279 0.982647 0.997369 0.613345 0.705742 0.350811 0.246836 0.363598 0.278273 0.316814
V3 0.662043 0.502620 0.615896 0.662948 0.929640 0.999453 0.440681 0.277033 0.389119 0.178177 0.216385
V4 0.448570 0.700100 0.429320 0.332176 0.540875 0.354903 0.968504 0.944644 0.944759 0.512485 0.598836
V5 0.436099 0.523206 0.487505 0.369306 0.311107 0.287958 0.550601 0.483857 0.513403 0.970688 0.985303

Tabelle B.5.: 1-aus-N-Lokalisation. Die Tabelle zeigtdie ÄhnlichkeitendesjeweiligenVergleichsbildesmit allen Referenz-Views
V0 . . . V5. Idealerweisesollte der passendeReferenz-ViewdenhöchstenWert besitzenund alle andernnur niedrige Ähnlichkeiten
aufweisen.Die Aufstellung zeigt die Ergebnissedesstatischenund desdynamischenViews.
Parameter bei der vorangegangenenView-Generierung:Discount � = 1,0; � = 0,15; max = 0,2; Update-Schwelle = 0,9.
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Diplomarbeit Manuela Bischo�
Dynamische Umgebungsmodelle für visuelleMonte-Carlo-Lokalisation

Thesen

1. Für eine dauerhaft sichereSelbstlokalisation in einer dynamischen Umwelt mussdas
Umgebungsmodell ebenfallsdynamisch sein.

2. Das dynamische Umgebungsmodell muss sich sowohl an dauerhaftealso auch alter-
nierendeVeränderungenanpassenkönnen.

3. Es muss möglich sein im Umgebungsmodell mehrereZustände für eine Position zu
speichern, neuehinzuzufügenund veraltete zu löschen.

4. DasKonzeptdesBunch Graphenausder Gesichtserkennung kann auf dasProblemder
Selbstlokalisation übertragenwerden.Auch damit ist ein dynamischesUmgebungsmo-
dell vorstellbar, jedoch ist die Komplexität sowie der Speicher- und Rechenaufwand
diesesAnsatzessehrhoch.

5. Mit Histogrammen, welche eine zeitlich veränderliche Häu�gk eitsaussageüber das
Auftreten einer begrenztenZahl typischer Vertreter von Ansichten der Umgebung
tre�en, konnte der dynamische View entwickelt werden.Er bildet die Grundlage für
dasdynamische Umgebungsmodell.

6. Der entwickelte dynamische View mit seinerReferenz-Ansicht an jeder Position der
Umgebungerfüllt die Anforderungenan ein dynamischesUmgebungsmodell: Er ist in
der Lage mehrereZuständenzu repräsentieren, alte zu vergessenund neuehinzuzu-
lernen.

7. Der bisher verwendetestatische View ist nicht in der Lage Veränderungenzu reprä-
sentieren. Der Vorteil des dynamischen Views wird hier um so deutlicher je gröÿer
die Veränderungin der Umgebungist, da einekleine Änderung durch den statischen
View kompensiert werdenkann.

8. Bei einfachen Lokalisationsaufgaben in einer veränderlichen Umwelt zeigt der dyna-
mischeView einehöhererSicherheit in der Lokalisationsentscheidungals der statische
View. Damit ist für den Einsatz in einer realenUmwelt bessergeeignet,da dort stets
mit Veränderungenzu rechnen ist.
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